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ONSOz

Verilerin say sal ortamda saklanmaya laamas ile birlikte, veri miktar n n her yirmi ayda
bir iki kat na ¢ kt varsay Imaktad r. Bu biyuk miktardaki ham veri selindelecgkle ilgili
tahmin yap Imas n sdayan anlaml bilgilerin, bant ve kurallar n kefedilmesi gerekir. Bu
kurallara dayanarak belirlenen stratejiler iket kar artt r labilir. Ornein, stipermarketlerde
veri analizi yaparak her trtn igin bir sonraki ay n sithminleri ¢ kar | p birlikte sat n al nan
drtnler icin promosyon uygulamas ve reyon di@lii yap labilir, mtteriler sat n ald klar
drtnlere goére grupland r labilir, yeni bir Grtn icin potansiyel teriler belirlenebilir.
Binlerce Griiniin ve miierinin olaca du tndlirse bu analizlerin gézle ve elle yap lamayaca-

, bilgisayar programlar arac lyla otomatik olarak yap Imas gerektiortaya ¢ kar. Bu
ihtiyaclar veri madenciliinin ve tekniklerinin ortaya ¢ kmas na sebep oltou

Yak n gelecein ge¢cmiten ¢ok fazla farkl olmayacavarsay | rsa, gecmiveriden ¢ kar Im
olan kurallar gelecekte de gecerli olacak ve ilerisi icinrddahmin yap Imas n s#ayacak-
tr. Bu maksatla veri madencilialan nda birliktelik kural madencili son zamanlarda 6nem
kazanarak birgcok arerman n konusu olmuur.

Bu tez cal mas nda veri madencili ve veritabanlar nda bilgi ké sureci icinde yer alan
temel kavramlar, yontem ve teknikler ele al nralup, birliktelik kurallar ve bu kurallar n
¢ kar Imas i¢in kullan lan algoritmalar ata Im tr ve drnek veri setleri Gzerinde uygulama
yap Im tr.

Cal mam boyunca deerli fikir ve dnerileriyle beni yonlendiren, her konuda dksteren tez
dan manm Sayn Yrd. Do¢. Dr. Songul Albayrak'a, gercek verilgaren bir market
al veri verisi almamda eme gecen Migros Turk T.A.. Genel Mudurlut personeline,
anlay lar ve gosterdikleri hayoriden dolay tim iarkadalar ma ve her zaman destek ve
dualar n yan mda hissettm can m aileme sayg ve ictenlikle &kkirlerimi sunar m.



VER MADENC L NDE MARKET SEPET ANALZ VE
B RL KTEL K KURALLARININ BEL RLENMES

OZET

Gunumuzde teknoloji sayesinde c¢ok buyiuk miktarda veri ettiBp esaklanabilmektedir.
Ancak bu buyuk miktardaki verilerden gozle gorulemeyecele alhaliz edilmesi zor
bilgilerin geli en bilgisayar teknolojisi ve bilgisayar programlar il@matik olarak analiz
edilmesinin gereklilii ortaya ¢ kmaktad r. Verikimelerinden oruntulerin,ilienlerin ve
anormalliklerin bulunarak basit modellereklinde 6zetlenmesi, bilgi c¢candaki buyuk
u ra larn ba nda gelir. Veri madencili, biyik miktardaki mevcut veri iginden anlaml,
potansiyel olarak kullanl, gelecekle ilgili tahmin yap Imas n skyan ba nt ve kurallar n
bilgisayar programlar kullanarak bulunmasdr. Birgcok 8&edt¢ kullanm giderek
yayg nlaan veri madencilinin uygulama alanlar ndan biri de stipermarketlerdekiterij
drin ve sat bilgilerinden yararlanarak iki ve kurallarn elde edildi market sepet
analizidir. Market sepet analizinde Urlnlerin birbiriyle ot ili kilerinin elde edilmesi ve
veri madencilii konular ndan biri olan birliktelik kurallar n n ¢ kar Imas irketlerin kar n
arttrc etkenlerdir. Birliktelik kurallar, sat hareket verileri i¢cinde birlikte hareket eden
nesnelerin ve nesneler aras ndaki balar n ke fedilerek gelecee yonelik tahminlerin
uretilmesini salar. Bu kurallar n elde edilebilmesi igin 90l y llar n badan itibaren birgok
algoritma gelitirilmi tir. Bu algoritmalar n birbirine gore farkl kallar alt nda Ustinlukleri
ve farkl cal ma yodntemleri mevcuttur. Veritabannn taranmas, Hbirlme, budama
yontemlerinin uygulanmas ve minimum destek @¢ yard m ile nesneler aras ndaki
birliktelik ili kilerinin bulunmas , algoritmalar n genel mant te kil eder.

Bu tez ¢al mas nda, veri madenciiiile ilgili kavramlar ve 6zellikle market sepet analide
kullanmak utzere birliktelik kurallar Ureten temel algoritrnad@tayl bir ekilde ele al nm
ve birbiriyle kar la trim tr. Ayr ca, 6rnek veri setlerinden iki farkl algamt ile birliktelik
kurallar n bulan bir uygulama geflirilmi tir.

Anahtar Kelimeler: Veri madencilii, Market sepet analizi, Birliktelik kurallar , BirlikteKi
kural madencilii algoritmalar , Apriori algoritmas , FP-Growth algonis .

Xi



MARKET BASKET ANALYSIS IN DATA MINING AND
FINDING ASSOCIATION RULES

ABSTRACT

Today, large amounts of data can be collected and stonesirgy technology. However, there
iS a necessity of automatic analysis using computer ¢émimn and computer programmes
which is developing day by day in order to analyze the daaa,is difficult to be analyzed by
manuel and can not be seen. Making summaries in thelesmay by finding patterns,
tendencies, anormalities from the database is onentis¢ common thing in the information
age. Data mining is the process of finding the rules aadctirelations among the large
amounts of data by the computer programmes, which are umdgasie, potentially useful
and provide predictions about the future. The utilizatiodadé mining in a wide selection of
fields is increasing. One of the areas is the markétebamalysis that is to have the rules and
associations from the data about customer, products &gl Bathis analysis, gathering the
association rules-one of the subjects in the datangrrand having the sales relationships
between the products are two factors of increasing faaebt in the companies. Association
rules provide predictions about the future by discoverirgtiogls between the objects which
act together in the transactional sales data and lbjexte. Lots of algorithms has been
developed since the beginnings of 1990’s. These algorithmsdifferent working methods
and different superiorities on each other in the tbffié conditions. The common logic of
these algorithms is that passing over the database, dombipruning and finding the
association rules between the items by using the mmiisupport threshold.

In this thesis, concepts about the data mining and basicthige especially using in the
market-basket analysis to produce the association audeexamined in details and compared
with each other. Also, an application is developedind association rules from sample
datasets by using two different algorithms.

Keywords: Data mining, Market-basket analysis, Association rudessociation rule mining
algorithms, Apriori algorithm, FP-Growth algorithm.
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1. GR

Her gecen gun hem ucuzlayan hem demci hzlar ve disk kapasiteleri artan bilgisayar
sistemlerinde buyik miktardaki veriler saklan demmektedir. Verilerin say sal olarak
topland ve sakland bu teknolojilerde veri miktar nn hzla artmas namegen bu arta

oranla bu verilerden elde edilen bilgi miktar n n yetdilzeyde olduu séylenemez.

Bilgi sistemlerinin ve teknolojilerinin son zamanlardaligeesine paralel olarak buytk
marketler, iletmeler ve dier kurulu lar kendi amaclar na ve yap lar na gére veritabanlar nda
ceitli turlerde veri toplamtr. Al veri sektorinde, bankac |k lemlerinde, kamusal
alandaki ilemlerde ve buna benzer birgcok alanda depolanan dewimdeki ve dank
verilerden anlaml ve verimliablon ve kurallar n kdedilmesine ihtiya¢ duyulmaktad r. Sakl
ve ilenmemi bu verilerden yeni, gecerli, faydal ve sonug olarak adalailir 6rintilerin

¢ kar Imas ndaki bu bilgi kdi sirecineVeritabanlar nda Bilgi Kefi (Knowledge Discovery

in Databases - KDD) denir.

Veritabanlar nda bilgi kdi strecinin bir aamas olarak kabul géreveri Madencilii (Data
Mining), eldeki verilerden ustu kapal , cok net olmayan, dacebilinmeyen ancak potansiyel
olarak kullan | bilginin ¢ kar Imas n salar. Bir baka ifadeyle buyuk miktardaki verinin
analiz edilerek anlaml ablon ve kurallar n kdedilmesine imkan verir (Berry ve Linoff,
2004).

Veritabanlar ndan birliktelik kurallar nn bulunmas veri madd inin en o©6nemli
konular ndan biri olup, bir arada sk olarak gorulenkilerin ortaya ¢karlmasn ve
ozetlenmesini sdar. Ornein, bir al veri sras nda miterinin hangi triin veya hizmetleri
satn almaya @limli oldu unun belirlenmesi, mieriye daha fazla Grinin satlImasn
sa layarak irket karn arttr c rol oynar. Sat n almaibmlerinin tan mlanmas n sdayan
birliktelik kurallar ve ard k zamanl oruntuler, pazarlama amagl olarak market sapizi
ad alt nda veri madencilinde s k¢a kullan Imaktad r. Market sepet analizine ekadldu
teknikler t p, finans gibi farkl olaylar n birbiriyle ilkisinin belirlenmesinin gerekli oldw

alanlarda da tercih edilmektedir.

Birliktelik kurallar, sat hareket verileri icinde birlikte hareket eden nesneleeimesneler
aras ndaki bantlar n ke fedilerek gelecee ydnelik tahminlerin dretiimesini skr. Bu
amagla birliktelik kurallar madencilinde kullanmak tzere bu kurallar n elde edilebilmesi
icin 90’'l yllar n ba ndan itibaren bircok algoritma gdirilmi olup bu algoritmalar n
birbirine gore farkl koullar alt nda dstunlikleri ve farkl cama ydntemleri mevcuttur.

Ancak birliktelik kurallar n n ¢ kar Imas nda en ¢ok bilinen wggulanan algoritma, Apriori
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algoritmas olmutur. Veritabannn taranmas, birtéeme, budama ydntemlerinin
uygulanmas ve minimum destek @ei yard m ile nesneler aras ndaki birliktelik Kilerinin

bulunmas , algoritmalar n genel manh te kil etmektedir.

1 l
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i |
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1 L
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-~
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,_
— i — —
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Veri Butlnlestirme

Veritabani

Filtreleme

Veri Ambari

ekil 1.1 Veri madencilii sistemi mimarisi (Han ve Kamber, 2000)

Birliktelik kurallar aa daki orneklerde de oldw gibi ezamanl olarak gerceklen
birlikteliklerin tan mlanmas nda kullan | r:

Kola sat n alan mieriler 40% olas | kla patates cipsi de alrlar.

Ya sz yo urt ve duik ya | peynir alan muteriler 85% olas | kla diyet siit de satn
alrlar.

Ard k zamanl oOruntuler ise a daki Orneklerde goruldiwi gibi birbirini izleyen

donemlerde gerceklen ili kilerin tan mlanmas nda kullan | r:
X ameliyat ndan sonra onbgun i¢cinde 45% olas | kla Y enfeksiyonu cdicakt r.

Cekic sat n alan bir mteri, ilk G¢ ay igerisinde 15%, bu donemi izleyen U¢ ay
icerisinde 10% olas | kla ¢ivi sat n alacakt r.
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Birliktelik kurallar n n en 6nemli uygulama alanlar aras nda
Market sepet analizi,
Capraz-pazarlama (cross-marketing),
Promosyon analizleri,
Katalog ve yerlem dizeni tasar mlar bulunmaktad r.

Bu do rultuda tez calmas n n amac, veri madencilive veritabanlar nda bilgi ké sireci
icinde yer alan temel kavramlarn, yontem ve tekniklearatrlmas, market sepet
analizinde birliktelik kurallar n n kdedilmesi surecinin ve bu kurallar n ¢ kar Imas i¢in

kullan lan algoritmalar n detayl ca incelenmesi ve kigamas dr.

Cal mann ikinci boliminde veri madencili kavram ©ncesinde bilinmesi gereken
veritaban ve veri ambar ile ilgili temel kavramlaakk nda bilgi verilmitir. Uglinci
bolimde veri madencili hakk nda inceleme yap Imolup, veri madencilii ve bilgi ke fi
surecine denilmi tir. Dordiunclt bolimde ise birliktelik kurallar madendilkavram ve bu

amacla kullan lan algoritmalar ele al n.

Cal mann sonunda, en ¢ok bilinen birliktelik kural algoritmasmoApriori algoritmas n
baz alarak yaz lan program ve sektérde aktif olarak kullarble-iki veri madencilii arac
taraf ndan ornek veri seti tizerinde birliktelik kurallan g kar Imas ele al nacakt r.
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2. VER TABANIve VER AMBARI KAVRAMLARI

2.1 Veri, Bilgi ve Metaveri

Gunlik hayattaveri (data), bilgi (information) ile e anlaml olarak kullanIr. Ancak,
dizenlenmemi bir Olcim olarak nitelendirilebilecek veri dizenlendde bilgiye
dontmektedir. Veri kendi bana deersizdir, hicbir anlam ifade etmez. Orie
veritaban ndan al nan “345” verisi ntéri ID’si mi, tutar m yoksa Uriin numaras m diye
bilinmiyorsa, bu veri bilgi icermez.ste imiz amac m z dorultusunda bilgidir. Bilgi, bir
amaca yonelik lenmi veridir. Bir soruya yant vermek igin veriden ¢ kar lamarak
tan mlanabilir (Alpayd n, 2000).

Veri + Ag klama ( + Analiz ) = Bilgi (2.1)

Veriyi bilgiye cevirmeyeveri analizidenir. Veriyi oluturan say lar, harfler ve onlar n anlam
metaveri (metadata, Ustveri) olarak bilinir. Metaveri, “veri haktkaki veri” olarak

tan mlanabilir.

2.2 Veritaban Sistemleri

Veritaban analizinde bir bilgi birgcok veri kullan larak elddilebilir.  dinyas ve irketler,
etkin yonetimi salamak ve kazancglar n ve gelirlerini en Ust duzeye ¢ ledrngin bilgiyi
yonetmeye ihtiya¢ duyarlar. Bircok fatura ve kapargcas icinden yoneticinin sordu
sorulara cevap vermek zor olsa da, bilgisayarlar n sevdiolarak bu tekrarlanan gorevleri

yerine getirmek ve sorulara dw cevaplar bulmak kolaylanaktad r.

Veritaban (database), sistematik emn imkan olan, ydnetilebilir, gtincellenebilir, taabilir,
birbirleri aras nda tan ml ilkiler bulunabilen diizenli bilgiler toplulwdur. Bir baka tan m
ise, bir bilgisayarda sistematilekilde saklanm, programlarca istenebilecek veri ylar na
veritaban denir. Bir veritaban n ohlurmak, saklamak, ¢@ltmak, giincellemek ve yonetmek
icin kullan lan programlar&/eritaban Yonetim SistemlegfiDatabase Management Systems -
DBMS) ad verilir. DBMS 0Ozelliklerinin ve yap s n nas | olmas gerektini inceleyen alan
Bilgi Bilimi (Information Science)’dir.

Veritaban nda kayt y n ya da bilgi pargcalar n n tan mlanmas nemaad verilir. ema,
veritaban nda kullan lacak bilgi tan mlar n n nas | modeltEneni gosterir. Bunaveri modeli
(data model) denir. En yayg n olan, verilerin tablolardklaand ili kisel modelrelational
model) ‘dir. Tablolarda bulunasat far (row) kay tlar n kendisinisituriar (column) ise bu
kay tlar oluturan bilgi parcalar n n ne tirden olduklar n belirtir.
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ekil 2.1 Veritaban teknolojisinin gelmi (Han ve Kamber, 2000)

Veritaban yaz | mise verileri sistematik bir bicimde depolayan yaz | mdirgok yaz I m
bilgi depolayabilir ama aradaki fark, veritabannn bu bilgigrimli ve hzl bir ekilde
yonetip dei tirebilmesidir. Veritaban, bilgi sisteminin kalbidir wakili kullanmakla deer
kazanr. Bilgiye gerekli oldw zaman ulaabilmek esastr. li kisel Veritaban Ydnetim
Sistemleri(Relational Database Management Systems - RDBMg)koihiktardaki verilerin
guvenli bir ekilde saklanabildi, bilgilere hzl eriim imkan n n salanabildi i, bilgilerin
batunluk icerisinde tutulabildi ve birden fazla kullancya ayn anda bilgiye en
imkan n n salanabildi i programlard r [8].



2.3 Veri Ambarlar

Veri ambar (data warehouse) ikili verilerin sorgulanabildii ve analizlerinin yap labildii
batinlemi bir bilgi deposudur. Veri ve bilgiler, tretildiklerinde hedgn kaynaklardan elde
edilirler. Veri ambarlar , bdang ¢ta farkl kaynaklardan gelen verinin Gzerinde dahai efkil

daha kolay sorgular n yap Imas n &maktad r.

ekil 2.2 Veri ambar mimarisi (Tantu2002)

Veri ambarlar, sdk sektoriinden caafi bili im sistemlerine, letmelerin pazarlama
bolimianden dretime, geleae donuk tahminler yapmak, sonuglar ¢ karmak Vetmnelerin
yonetim stratejilerini belirlemek igin kullan lan bir ssndir. Pahal bir yat r m maliyeti olsa

bile sonug olarak getirisi ve yarar bu maliyetleri kat &anaktad r.
organizasyonlar n n bilgi akmimarisinde veri ambarlar iki amacla aiurulur:

1. Hareketsel ve organizasyonel gorevler aras ndaki depo viilkasaiatejik verilerin
birikimini sa lar. Bu veriler daha sonra yeniden kullan Imak Uzereavignir. Veri

ambarlar verilerin sorgulanabildive analiz yap labilindii bir depodur.

2. Pazarda yeni frsatlar bulmak, rekabete katk lssaak, youn proje cevirimine
yard mc olmak, i, envanter ve uriin maliyetlerini azaltmak gibi imkanlaram nda

farkl i lere ait verilerin ilikilendirilmesi, al nan bilgiye hzl cevap verebilme ve
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Veri ambarnn en onemli bilenlerinden biri metaveridir. Veri ambar nda verilerin
tanmland ksmdr. Daha o©6nce de belirtildi gibi metaveri “veri hakk nda veri”
anlam ndad r. Metaveri her veri elementinin anlam n, hatgmentlerin hangileriyle nas |

ili kili oldu unu ve kaynak verisi ile eflecek veri gibi bilgileri icermektedir.

Veri ambar ndaki veriler, veri ambar ydneticisinin kalla teknik veriler ve veri ambar

kullan c lar n n kulland i verileri olarak ikiye ayr I r:

1. Teknik veriler: Operasyonel veritaban tan mlar n ve veri ambar tam mlacerir.
Bu iki tanm veya ema veri ambarn cat rlabilmesini salayan veri tama
operasyonlar n igerir. Bu bilgiler veri ambar yodnetioe veri ambar nda birbiriyle
ili kili verileri gostererek yard mc olan bilgilerdir.

2. verileri: Kullan c lara yard m eder. Kullan c lar n veritabaolu turan veriler
d ndaki veri ambar nda bulunan bilgilere utsalar na yard mc olur. Ayrca veri

ambar na verinin ne zaman ve nereden gedlbi bilgilerede ulalmas n salar [6].

2.3.1 Datamart

Datamart (veri pazar) irketlerde belirli bir bilgi kullancs grubunun ihtiyac ngdnelik
olarak haz rlanan kiicuk boyutlu veri ambar olarak tan mldinaDatamartlar veri ambar n n
alt kimesi olan 1 - 10 GB’lk bolimsel ambarlard r ve oigasyonlar n ve letmelerin
belirli kullan c lar icin ayr Im ve onlara ait verileri igerirler [6]. Datamartlar nme¢# edilme

nedenleri unlard r:

S k ihtiya¢ duyulan veriye kolayca erm sa lamak,

Bir kullan ¢ grubu icin ortak bak olu turmak,

Son-kullan ¢ yant siresini gelirmek,

Kolayl kla tasarlanabilmesi,

Tum veri ambar tasar m na gore daha az maliyetli olmas

Muhtemel kullan c lar n tim veri ambar na gére dahataetmlanabilmesi.
2.3.2 Veri Ambar Bile enleri ve Fonksiyonlar
Veri ambar bileenleri ve fonksiyonlar iseu ekilde belirtilebilir:

De i ik platformlar Uzerindeki ietimsel uygulamalara ait verilere em ve gerekli

verilerin bu platformlardan al nmas
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Al nan verilerin temizlenmesi, tutarl duruma getirime8zetlenmesi, birléirme ve

birbirleriyle entegrasyonunun danmas,
Dond tardlen verilerin veri ambar veya datamart ortam natda ,
Gonderilen verilerin bir veritaban nda toplanmas ,

Depolanan bilgi ile metaveride bulunan ilgili bilgilenseri katalo unda saklanmas ve

son kullan c lara sunulmas ,

Veri ambar veya datamartlarda bulunan bilgileri u¢ kuddar n karar destek amacl

kullan m n n salanmas .

ekil 2.3 Veri ambar bileenleri

2.4 OLTP (Online Transaction Processing) Sistemleri

Bircok veritaban sistemiOLTP (Online Transaction Processing) sistemlerde tutulur.
E zamanl veritaban bdant s n yonetmek icin tasarlanmbu sistemlerde az say daki kay t
icin kaydetme, guincelleme, sorgulama gikermler yap Imaktad r.

OLTP sistemini iceren hareket (transaction) drnekten baz lar oyledir:
Sat veritaban na 325903 nolu méri icin bir kay t gir ve detaylar n gir,
583472 nolu miterinin faturalanmam sipari lerini goster,
1032 nolu tedarik¢i firman n adresini detir.
Bu gibi hareketlerin ortak payla o6zellikler ise:
Belirli bir zamanda ayr k sat rlardaki kiiguik say daki verileeme,
Herbir i lemin, verinin o anki gergek derleriyle gtincellenmesini gerektirmesi,

Kullan ¢ lar n memnun olmas i¢in hemen hemen anl k Yyamatihtiyac duymas .
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“ u ana kadar hangi trtin pazar pay n n en fazla azalmasiea némutur?” gibi analitik bir
sorgulama bu sistemlere soruldunda, s n fland rma ve milyonlarca kay ttan cevab bulma

s ras nda sistem zorlanmakta ve uzun stre almaktad r.

2.5 OLAP (Online Analytical Processing) Sistemleri

li kisel veri tabanlar n n yayg nl ve sonras nda ortaya ¢ kan veri ambarlar n n gedsi ile
beraber, verilere daha h zkkilde erime ve ¢ok boyutlu analiz ihtiyaglar , bilim adamlar n

ve yaz | m irketlerini, daha farkl yap lar gelirmeye itmitir.

Bu amacla geltirilen bir teknoloji olan OLAP (Online Analytical Pressing), ilikisel veri
tabanlar gibi, bilimsel temeller Gzerine die OLAP urtnleri Greten firmalar n destede
¢ kan bir teknoloji olmutur.

OLAP, yoneticiler ve analistlerin, verilere ¢cok h zékilde, farkl ac¢ lardan bakabilmelerini
sa layan bir yapdr. “Kim?” ve “Ne Zaman?” sorular ndan ke “Neden?” ve “Eer u
olursa...” sorular nn da yant n verir. Ornie; “E er eker fiyatlar 5% ve tama maliyetleri
10% duerse, yllk ve ceyrekler baz nda kéarllk ne olur?” gkorularn yantlarn bu
sistemlerde ak Il raporlama araglar sayesinde almakikgh kolaydr. Genel dimden
farkl | k gOsteren, uc deerler tekil eden elemanlar bircok analiz arac, say sal detaylara
girmeden, sadece renklerle bile gorunttleyebilmektedir.

Han ve Kamber’e gore veri ambarlar ve OLAP teknolg@k boyutlu veri modelleri Gizerine
kurulmu tur. Cok boyutlu veri modeli veriyweri kiibti(data cube) formunda incelemektedir.
Veri kubl, verinin ¢gok boyutta modellenmesini ve incelenmesanar ve olgu tablosidan
(fact table) beslenermoyutlar (dimension) vedlcimleden (measure) olur. Boyutlar,
organizasyonun kay tlar n tutmak istedperspektifler veya varl klar ile ilgili iken, 6lgtmt

rakamsal deerler, elde edilmek istenen sonugclard r.

OLAP basit olarak tic amadan olwr; veri ambar ndan veri secimi, veri kiibt kurma ve veri
kubU Uzerinde c¢evrim i¢i analizin yap lacauygulama. Cok boyutlu veri kipleri tGzerinde
bircok OLAP ilemi uygulanmaktad r;

Roll-up (detayland rma),
Drill-down (detay azaltma),
Slice and dice (dilimleme ve parcalama),

Pivot (cevirim), ... vb.
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ekil 2.4 yer, zaman, nesne boyutlar n (dimensiomakamsal 6lctimleri (measure)
iceren 3-boyutlu OLAP veri kibt (Han ve Kamber, 2000)

Bir veri ambar nn olmas, OLAP’a ihtiya¢ olmad anlam na gelmez. Veri ambarlar ve
OLAP birbirlerini tamamlar. Veri ambar verileri uyguekilde tutmaya ve kontrol etmeye

yarar. OLAP ise, veri ambar verilerini stratejik bidge donutirmeye yarar.
Bir irket yap s icerisinde, departmanlar baz nda incelenecekalur

Pazarlama departmanlarnda OLAP'n en vyaygn kullanm alanlpazar
aratrmalar nda, sat tahminleri, promosyon ve kampanya analizleri, tefi
analizleri ve pazar/mieri segmentasyonlardr. Veri madendili sonuglar nn
de erlendiriimesi ve demografikler baz nda incelenmesi ssmde de olmazsa-

olmaz araclardan biri olarak yer almaktad r.

Uretim ile ilgili uygulamalar ise en yan olarak (retim planlama ve hata
analizleridir. Ozellikle senaryo gelirmekte ve farkl drun tipleri ile callan
yap larda, cok boyutlu diinme imkan sayesinde maliyetler ve fiyatlamalar
kolayl kla ¢ kar labilmektedir.

Finans departmanlar ise OLAP’ bitceleme, activity-bassabting, finansal
performans analizleri ve finansal modelleme amaclarkilllanabilir. Ozellikle birlik
konusunda oluurulacak modeller, ¢cok buyuk kolayl klar damaktadr. Strateji
belirleme, sat analizleri ve gelecek tahminleri ise, satlepartmanlar ndaki OLAP
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uygulamalar dr.

2.5.1 OLAP Kurallar

OLAP teriminin ilk olarak ortaya ¢k 1993 ylInda, Dr. E. F. Codd'un ortaya koydu
kurallar cercevesinde olmwr. Buna gore, bir veri yap s nn OLAP olarak niteleridil-

mesi i¢in oniki kural belirlenmtir. Bu kurallar s ras ile:
1. Cok boyutlu inceleme 6zelline sahip olmas,
2. effafl k,
3. Eri ilebilirlik,
4. Her seviyede sorgulama i¢in ayn performans gdstereliaéi i,
5. stemci-Sunucu yap s nda olmas,
6. Snrsz ekilde ¢arpraz raporlama olana n olmas,
7. En alt seviyedeki verilerin otomatik olarak ayarlanmas ,
8. Her arta uygun boyutland r labilirlik,
9. Cok kullan c destenin olmas,
10.Her seviyede verilerin de tirilebilir olmas,
11.Esnek raporlama 6zelij

12.Boyut ve gruplamalarda s nr olmamas d .

2.5.2 OLAP Ozellikleri

Zaman kazanc n n dnda, OLAP ¢ ¢ok 6nemli 6zellide beraberinde getirmektedir;
Verilere ¢ok boyutlu bakabilme 6zelli i:

Analizler s ras nda kullan lan her tirli kr | ma boyut adrilir. Orne in demografik veriler
(ya, cinsiyet, eitim durumu), say sal veriler, adetler,lem miktarlar, gerceklen ve
butcelenen deerler, Gran tupleri, Grin Ozellikleri ve zaman. Yondgic ve analistler
cal malar srasnda tim bu tan mlanan verileri yatay veiizey eksenlerde cak rarak
gOrmek isteyehbilirler.

li kisel veri tabanlar, buekilde raporlara izin vermezler, fakat raporlama aratia
yetenekleri ile, belirli bir noktaya kadar tolere edilebiFakat daha karm analizler iin
icine girdi inde, bir OLAP yap s kurmadan bu raporlar almak imkans z geleektedir.
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li kisel veritabanlar Uzerinde karma SQL kodlar yazmak ya da raporlama arac n n sahip
oldu u programlama dili Gzerinde ta mak gerekebilir. Bu da analizi yapan ilerin i in
O0zunden ¢ karak, analiz gerektirebilecek verilereildeknik olanaklara, daha kolaykilde
alabilecekleri verilere kanalize olmalar sonucunu war. Bu nedenle i zekas
programlar n n pratik olmas n n yan nda fazla teknik bilgi &nthadan raporlar n al nabilir
olmas, farkl kaynaklar bir arada kullanabilecek, kdito edebilecek yap da olmalar

gerekir.

Boyutlar n baka bir dzelli i de hiyerariler tan mlanabilmesidir. Hiyerailer sayesinde hem
toplamlara ulamak kolaylamakta, hem de farkl gruplar igin farkl senaryolar hHagabilme
ans domaktad r.

Karma k hesaplamalar:

Bir OLAP sisteminin gercek performans karnkahesaplamalar yapma guci ile 6lgulebilir.
OLAP sistemleri sadece toplamdeiminden baka i lemler de yapabilecek gticte olmal d rlar.
Gergcek hayat her zaman daha karkta. Analiz yapanlar igcin as| rakamlardan cok,
yuzdesel dal mlar ¢ok daha 6nemlidir. Birka¢ y Il k satigerisinde binlerce trin tird icin
gunlik bazda salar yuzdesel olarak analiz edip s raya dizebilmek WBRIS ile saatler
surecek bir raporun ¢amas n gerektirebilir. Oysa uygun bir OLAP sistemi ile girnlik
sat lar ve birka¢ yllk sat rakam arasnda bir fark olmamaldr. Satahminlerinde
genellikle “moving average” ve “ylzde ait gibi trend analizleri kullanlr. Finansal
analizlerde, envanter hesaplar nda ve portfoy perforrinasaplar nda, zamana gore Urinlerin
toplanma sras sonucu tamamenidgrebilir. (yukar dan aa ya ya da aa dan yukar ya,
LIFO-FIFO) Kullan lacak OLAP yap s nda bekilde hesaplamalara da izin verir bir yap n n
olmas gerekir.

Zaman kavramlar :

Zaman boyutu neredeyse her analizin temel érglir. Zaman, dier boyutlardan farkl
olarak kendine has bir sralama icersinde gider. Alfabi@ikak her zamanubat’'tan dnce
gelmelidir) veya numerik sralamalardan (12/31, 01/01'den ogelenelidir) her zaman
farkl d r. Gergcek OLAP sistemleri, zaman n l®kilde s ralanmas n séar.

2.5.3 OLAP’ n Yararlar
OLAP’ n yararlar u ekilde 6zetlenebilir:
Analiz yapan kiiler kendine daha yeterli, IT'den bans z hale gelebilmektedirler.

Du Uk kapasiteli sistemlerde yanan zaman sknts problemleri ortadan
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kalkmaktad r. Uretim sistemini rapor icin h zland racakyik yat r mlar yerine ¢ok
daha dudk maliyetli bir rapor sistemi kurmak bir ¢oziim olabilir. Yeldiinemde ¢ kan
tumle ik OLAP vyap lar nda ilikisel veri taban ve OLAP i¢ ice bir yapda
olduklar ndan uretim sistemeleri ya da veri ambarlarriide toplamlar gerektinde
ilgili sorgulama OLAP kiplerine yonlendirilerek cok ytksek litle performans
getirisi salanabilmektedir.

Ayr ca bu yap lar sayesinde OLAP sistemi icin hem lyjaw hem de guncelleme

anlam nda ikinci kez masraf yapmak zoduda ortadan kalkmaktad r.

Bu ekilde bir yatr mla var olan IT sistemi de rahatlanaakiretim sistemi Gzerinde

yer alan raporlar ortadan kalkmaktad r.

Farkl kaynaklardan alnan kaynaklar konsolide edilmekte wei guvenlii

sa lanmaktad r.

Veriler toplamlar alnm ekilde bulunduklar ndan toplam verilerin bulunmas igin
gerekli raw-data analistin makinesine aktar Imas gereknreden network tzerinde
buyuk olctde bir trafik kazanc sanmaktad r.

Zaman kazanc ayn zamanda kaynaklar n etkin kullan npava kazanc anlam na da

gelmektedir [7].
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2.6 OLTP ve OLAP Sistemlerin K yaslanmas

OLTP ve OLAP sistemleri aras nda kullanc ve sistemeyiom, veri igcerii, veritaban

tasar m, gorinim ve enn ablonlar gibi konularda benzerlikler ve farkl | klar noestur.

A a daki cizelgede bu iki sistemin k yaslanmas 0Ozet olarakmi tir.

Cizelge 2.1 OLTP ve OLAP sistemlerin k yaslanmas n(Ma Kamber, 2000)
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3. VER MADENC L

lenmemi verinin bilgiye cevrilmesi yeni bir problem dédir. Glinimuzde h zla gekn
teknoloji ve yaz I mlar sayesinde veriler ¢cok hzkkilde depolanmaktadr. Bu depolar
gunimizun yuksek kapasiteli donan mlar sayesinde buyuk veriedde edilmesini ve
bunlar n saklanmasn skamaktadr. Bu depolanmakta olan verilerden anlaml bilgi
¢ kartmak da o denliekilde 6nem kazanmaktad r. Karar vermede en dnemliaibtiylgidir.
Gergek zamanl bir bilgi akn sa layabilmek icin surekli akan veri nehrinde, verileri ¢ok
h zl toplayabilmeli, dizenleyebilmeli ve ayn oranda veelelaabilmeli ve ¢ozimleyebil-

bilimsel bulgular n oluturulmas nda kullan labilmektedir.

Binlerce kayt icinden analizlerin gozle ve elle yap lgawa , otomatik olarak yap Imas
gerekti i ortaya ¢ kar. Veri madencili burada devreye girer:

Veri Madencili i; buylik miktardaki veri icinden gelecekle ilgili tahmin yepas n salayan
ba nt ve kurallar n bilgisayar programlar kullanarak bulusma.

Yak n gelecein ge¢cmiten ¢ok fazla farkl olmayacavarsay | rsa, gecmiveriden ¢ kar Im
olan kurallar gelecekte de gecerli olacak ve ilerisi icinrddahmin yap Imas n s#ayacakt r
(Alpayd n, 2000).

Bu tan mlamalar daultusunda veri madencilinin kullan m amagclar 6yle 6zetlenebilir:
Veri ambar nda depolanmverilerin igersinde bulunan bilgiyi ¢ kartma
Cok buyuk miktardaki veriden yeni ve gerekli olan anlaml ®igitiretme
Verinin dzelliklerinden yararlanarak éimlerini anlama

Gelecee yonelik tahminlerde bulunarak bilgiyi gelecekteki edi ili kilerini

yonlendirmek amac yla derlendirme.

statisti in genel olarak tan mlay ¢ ve yorumlay ¢ aluveri madenciliinde kimeleme,
ili ki kurma, tahmin yuritme ve kala t rma amaclar ile kullan Imaktad r. Bu sayede bircok
model ¢ kar Imaktad r. Ancak istatisth yannda veri tabanlarnn ve bilgi gnme
metotlar n n gelimesi, yeni algoritmalar n getiriimesi ile veri madencilii, birgcok alan n

kesi mesinin bir Urind olarak ortaya ¢ kmaktad r [4].
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ekil 3.1 Veri madenciliinin disiplinler aras ilikisi

3.1 Veritabanlar nda Bilgi Ke fi Streci

Veri madencilii, veri ambarlar nda tutulan ve ilk bata ¢cok net ekilde anlalamayan
bilgilerin srlarn ortaya ¢ kartmak, bir anlamda bilgiie fetmektir. Veri madencilii
matematiksel, istatiksel ve desen tan ma (pattern recognit@ntemlerinden herhangi birini
veya bir kag n kullanarak buylk bir veri ambar icerisindd&senlerin, benzerliklerin ve

korelasyonlar n tespit edilmesi ve anlamland r Imasnnidir.

Veritaban sistemlerinin artan kullan m ve hacimlerindela andsti art, organizasyonlar
elde toplanan verilerden nas| faydalan labilacproblemi ile kar kar ya brakm tr.
Geleneksel sorgu (query) veya raporlama araglar n n vernilgr kar s nda yetersiz kalmas ,
Veritabanlar nda Bilgi Kefi - VTBK (Knowledge Discovery in Databases - KDD) ad alt nda,
surekli ve yeni araylara neden olmaktadr. Bu sure¢ icerisinde, modelin kuaslnve
de erlendirimesi aamalar ndan meydana gelen veri madencilen o6nemli kesimi
olu turmaktadr. Bu 6nem, bir cok atamac tarafndan VTBK ile veri madencili

terimlerinin e anlaml olarak da kullan Imas na neden olmaktad r.
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ekil 3.2 Veritabanlar nda bilgi k& streci (Akp nar, 2000)

VTBK surecinde izlenmesi gereken temedimalar unlard r;
Problemin tan mlanmas ,
Verilerin haz rlanmas ,
Modelin kurulmas ve deerlendiriimesi,
Modelin kullan Imas ve
Modelin izlenmesidir (Akp nar, 2000).

3.1.1 Problemin Tan mlanmas

Veri madencilii ¢cal malar nda baar| olmann ilk art, uygulamann amacnn ac¢k bir
ekilde tan mlanmas d r. Amag, problemin tzerine odaklara ag k bir dille ifade edilmi

olmal, elde edilecek sonuclar n lba dizeylerinin nas | dlctlecetan mlanmal d r.

3.1.2 Verilerin Haz rlanmas

Modelin kurulmas aamas nda ortaya ¢ kacak sorunlar, bamnaaya s k s k geri donilmesine
ve verilerin yeniden dizenlenmesine neden olacaktr. Bu duruilerirerhaz rlanmas ve

modelin kurulmas amalar igin, ¢ozumleyicilerin veri k& surecinin toplam icerisinde
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enerji ve zamannn % 50 - % 85’ini harcamas na neden olehaktderi haz rlaman n
batindyle amac veri madencili algoritmas i¢in girdi olabilecek veri kimesini

olu turabilmektir.

Verilerin hazrlanmas @&mas kendi igerisinde toplama, ée bicme, birletirme ve

temizleme, segme ve donirme ad mlar ndan meydana gelmektedir.

3.1.2.1 Toplama (Collection)

Toplama, tan mlanan problem icin gerekli oldudi tnidlen verilerin ve bu verilerin
toplanaca veri kaynaklar nn belirlenmesi ad mdr. Verilerin planmas nda kurulwn
kendi veri kaynaklarnn dnda, nidfus saym, merkez bankas kara listesi gibi
veritabanlar ndan veya veri pazarlayan kurlalun veritabanlar ndan da faydalan labilir.

3.1.2.2 De er bigme (Assessment)

Veri madenciliinde kullan lacak verilerin farkl kaynaklardan toplanmas ,alalarak veri
uyumsuzluklar na neden olacaktr. Bu uyumsuzluklar nl alar farkl zamanlara ait
olmalar, kodlama farkl I klar ve farkl Olgu birimt@lir. Bu nedenlerle, iyi sonug al nacak
modeller ancak iyi verilerin Uzerine kurulabilecégin, toplanan verilerin ne 6lgide uyumlu

olduklar bu ad mda incelenerek azlendirilmelidir.

3.1.2.3 Birle tirme ve temizleme (Consolidation and Cleaning)

Bu ad mda farkl kaynaklardan toplanan verilerde bulun@n deer bicme ad mnda
belirlenen sorunlar mimkin oldunca giderilerek veriler tek bir veritaban nda toplanr.
Ancak basit yontemlerle ve Han savma olarak yap lacak sorun gidermiemlerinin,
ilerideki a amalarda daha buyik sorunlar n kaynalaca unutulmamal dr.

3.1.2.4 Secim (Selection)

Bu ad mda kurulacak modele Baolarak veri secimi yap | r. Ornén tahmin edici bir model
icin, bu ad m baml ve ba msz dei kenlerin ve modelin atiminde kullan lacak veri
kiimesinin secilmesi anlam n temaktad r. Modelde kullan lan veritabannn c¢ok buyuk
olmas durumunda rastgelalibozmayacak ekilde 6rnekleme yap Imas uygun olabilir.
Gunumuzde hesaplama olanaklar ne kadar meliolursa olsun, ¢ok buytk veritabanlar
Uzerinde cok sayda modelin denenmesi ¢cok uzun zaman almdsninge mumkin
olamamaktad r. Bu nedenle tim veritabann kullanarak @irk@del denemek yerine,
rastgele drneklenmibir veritaban parcas u(zerinde bircok modelin denenmesiuvdaib
aras ndan en guvenilir ve gucli modelin secilmesi daharugtacakt r.
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3.1.2.5 DOnl tirme (Transformation)

Cozumleme icin kullanImas dunulen verilere ilikin de i kenlerin uygun ekle
donuturialmesi gereklidir. Orndn, kredi riskinin tahmini icin geltirilen bir modelde,
borc¢/gelir gibi dnceden hesaplannbir oran yerine, ayr ayr bor¢ ve gelir verilerinin
kullan Imas tercih edilebilir. Ayrca modelde kullaani algoritma, verilerin gésteriminde
onemli rol oynayacaktr. Ornén bir uygulamada bir yapay sinir a algoritmasnn
kullan Imas durumunda kategorik deken deerlerinin evet/hay r olmas, bir karar ac
algoritmasnn kullanlmas durumunda ise Ornne gelir dei ken deerlerinin

yuksek/orta/diiik olarak gruplanm olmas modelin etkinlini art racakt r.

3.1.3 Modelin Kurulmas ve De erlendirilmesi

Bu ad m; verilerin ¢ozimlendi, VTBK slrecinin en dnemli @amas olan veri madencili

admdr.

Veri madencilii; veritaban sistemleri, verilerin depolanmas , ist#tj makine 6renimi gibi
alanlar n kombinasyonundan o&n disiplinler aras bir yontemdir. Veri madenaili
istatistik, veritaban teknolojisi ve makiner&nimi gibi di er alanlara ait fikirleri, araglar ve

yontemleri de kullan'r.

3.1.4 Modelin Kullan Imas

Kurulan ve gecerlilii kabul edilen model daudan bir uygulama olabilecegibi, bir baka

uygulaman n alt parcas olarak da kullan labilir.

3.1.5 Modelin zlenmesi

Zaman icgerisinde sistemlerin 6zelliklerinde ve dolay s itattikleri verilerde ortaya ¢ kan
de i iklikler, kurulan modellerin surekli olarak izlenmesini vgerekiyorsa yeniden

duzenlenmesini gerektirecektir (Akp nar, 2000).

3.2 Veri Madencili i Uygulamalar

Ba nt: “Cocuk bezi alan muerilerin %30’u bira da satn alr.”

Market sepet analizinde (market basket analysis)tenilerin beraber sat n ald mallar n
analizi yap | r. Buradaki ama¢ mallar aras ndaki pbzeya negatif korelasyonlar bulmaktr.
Cocuk bezi alan miterilerin mama da satn alaca veya bira satn alanlarn cips de
alaca n tahmin edebiliriz ama ancak otomatik bir analiz bittrs bldar gézonine alr ve

kolay du tiniilemeyecek, 6rnén cocuk bezi ve bira aras ndaki bat lar da bulur.
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S nfland rma: “Geng kad nlar kiglik araba satn alr, lyazengin erkekler buyik, luks
araba satn alr.”

Amagc bir mal n 6zellikleri ile miteri 6zelliklerini e lemektir. BOylece bir mieri icin ideal
Urtin veya bir trin icin ideal mieri profili ¢ kar labilir. Orne in bir otomobil sat ¢ s irket
gecmi mdu teri hareketlerinin analizi ile yukar daki gibi iki kurdulursa gen¢ kad nlar n

okudu u bir dergiye reklam verirken kiigik modelinin reklam n verir

Regresyon: “Ev sahibi olan, evli, ayn i yerinde be yldan fazladr calan, gec¢mi
kredilerinde ge¢ ddemesi bir ay gecmelmr erke in kredi skoru 825'dir.”

Ba vuru skorlamada (application scoring) bir finans kurumunaikigid ba vuran kii ile
ilgili finansal guvenilirli ini notlayan 6rnein O ile 1000 aras nda bir skor hesaplan r. Bu skor
ki inin 6zellikleri ve gecmikredi hareketlerine dayan larak hesaplanr.

Zaman cinde Sral Oruntiler: “ Ik tg¢ taksidinden iki veya daha fazlas n ge¢ 6demtan
m teriler %60 olas | kla kanuni takibe gidiyor.”

Davran skoru (behavioral score), bauru skorundan farkl olarak kredi almve taksitleri
O0deyen bir kiinin sonraki taksitlerini 6deme/geciktirme davram notlamay amaclar.

Benzer Zaman Sralar: “X irketinin hisse fiyatlar ile Y irketinin hisse fiyatlar benzer
hareket ediyor.”

Amac zaman igindeki iki hareket serisi aras nda ria kurmakt r. Bunlar 6érnan iki mal n
zaman icindeki sat miktarlar olabilir. Ornein dondurma satlar ile kola satlar aras nda

pozitif, dondurma satlar ile sahlep satlar aras nda negatif bir baat beklenebilir.
stisnalar (Fark Saptanmas ):“Normalden farkl davran gdsteren mierilerim var m ?”

Amagc onceki uygulamalar n aksine kural bulmak iekurala uymayan istisnai hareketleri
bulmakt r. Bu da 6rnén olas sahtekarl klar n saptanmas n (fraud detectiarips Ornein
Visa kredi kart i¢in yap lan CRIS sisteminde bir yapayrsan kredi kart hareketlerini takip
ederek miterinin normal davran na uymayan hareketler icin nt&rinin bankas ile temasa

gecerek miteri onay istenmesini séar.

Dokuman Madencili i: “Ar ivimde (veya internet Uzerinde) bu dokimana benzer hangi

dokimanlar var?”

Amac¢ dokuimanlar aras nda ayr ca elle bir tasnif gerekméeeazerlik hesaplayabilmektir
(text mining). Bu genelde otomatik olarak ¢ karlan analgéecuklerin tekrar says
sayesinde yap | r (Alpayd n, 2000).
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3.3 Veri Madencili i Yontemleri

statistiksel Yontemler: Veri madencilii gal mas esas olarak bir istatistik uygulamas d r.
Verilen bir drnek kimesine bir kestirici oturtmay amaglatatistik literatirinde son elli
ylda bu amag icin de ik teknikler onerilmitir. Bu teknikler istatistik literattrtiinde
cokboyutlu analiz (multivariate analysis) ba altnda toplanr ve genelde verinin
parametrik bir modelden (¢canlukla ¢okboyutlu bir Gauss ddm ndan) geldiini varsayar.
Bu varsay m alt nda s n fland rma (classification; disinant analysis), regresyon, 6bekleme
(clustering), boyut azaltma (dimensionality reductionjpohez testi, varyans analizi, bat
(association; dependency) kurma i¢in teknikler istatistiktenyzllard r kullan Imaktad r.

Bellek Tabanl Yontemler: Bellek tabanl veya 6rnek tabanl bu yontemler (menimayed,
instance-based methods; case-based reasoning) istatistikte ¥9B0@da dnerilmi olmas na
ra men o y llarda gerektirdi hesaplama ve bellek yizinden kullan lamaama ginimuizde
bilgisayarlar n ucuzlamas ve kapasitelerinin artmas §kellikle de ¢ok lemcili sistemlerin
yayg nlamas yla, kullan labilir olmuur. Bu yonteme en iyi 6rnek en yakn k kam

algoritmas d r (k-nearest neighbor).

Yapay Sinir A lar: 1980’lerden sonra yayg nlan yapay sinir dar nda (artificial neural
networks) amacg fonksiyon birbirine Habasit i lemci tnitelerinden olan bir a Uzerine
da tlm tr. Yapay sinir alarnda kullanlan 6renme algoritmalar veriden uniteler
aras ndaki badant a rlklarn hesaplar. YSA istatistiksel yontemlerbgiveri hakk nda
parametrik bir model varsaymaz yani uygulama alan daha tgenie bellek tabanl
yontemler kadar yukseklem ve bellek gerektirmez.

Karar A aclar: statistiksel yontemlerde veya yapay sinifaanda veriden bir fonksiyon
0 renildikten sonra bu fonksiyonun insanlar taraf ndan dalalecek bir kural olarak
yorumlanmas zordur. Karar aglar ise veriden olturulduktan sonra yukar daki 6rnekte de
oldu u gibi a a¢ kokten yapraa do ru inilerek kurallar (IF-THEN rules) yaz labilir. Bu
ekilde kural c¢karma (rule extraction), veri madencilical masnn sonucunun
gecerlenmesini s#ar. Bu kurallar uygulama konusunda uzman biriylei gosterilerek
sonucun anlaml olup olmad denetlenebilir. Sonradan W& bir teknik kullan lacak bile
olsa karar aac ile dnce bir k sa cama yapmak, dnemli de kenler ve yaklak kurallar
konusunda bize bilgi verir ve tavsiye edilir (Alpayd n, 2000)
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3.4 Veri Madencili i Metodolojisi

Bir veri madencilii gcal mas nda kullan lan metodolojekil 3.3'te verilmitir. Standart form
icinde verilen veri, érenme ve deneme olmak Uzere ikiye ayrlr. Her uygulamada
kullan labilecek birden c¢ok teknik vardr ve ©Onceden hangisien baar| olaca n
kestirmek olas daldir. Bu yiizden 6renme kiimesi tizerinde L deik teknik kullan larak L
tane model oldurulur. Sonra bu L model deneme kimesi Uzerinde denenerdiaar |

olan, yani deneme kiuimesi tizerindeki tahmiraba en yuksek olan segilir.

E er bu en iyi model yeterince lm | ysa kullan|r, aksi takdirde ba donerek calma
tekrarlanr. Tekrar sras nda laa s z olan 6rnekler incelenerek bunlar tGizerindekaba n
nas | arttr labilecei aratrlr. Orne in standart forma yeni alanlar ekleyerek programa
verilen bilgi artt r labilir; veya olan bilgi de ik bir ekilde kodlanabilir; veya amag¢ daha

de i ik bir ekilde tan mlanabilir.

ekil 3.3 Veri madencilii metodolojisi (Alpayd n, 2000)

3.5 Veri Madencili i Modelleri
Veri madenciliinde kullanlan modeller, tahmin edici (predictive) ve tdayrc

(descriptive) olmak Uzere iki ana b& alt nda incelenmektedir.

Tahmin edici modellerde, sonuclar bilinen verilerden harekiderek bir model geliirilmesi

ve kurulan bu modelden yararlan larak sonuglar bilinmeyen kémeleri igin sonug
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de erlerin tahmin edilmesi amaclanmaktad r. Oinebir banka onceki donemlerde vermi
oldu u kredilere ilikin gerekli tim verilere sahip olabilir. Bu verilerde bras z dei kenler
kredi alan miuterinin 6zellikleri, ba ml de i ken deeri ise kredinin geri 06denip
0denmediidir. Bu verilere uygun olarak kurulan model, daha sonrakidktaleplerinde
m teri 6zelliklerine gore verilecek olan kredinin geri 6geddenmeyecenin tahmininde

kullan Imaktad r.

Tanmlayc modellerde ise karar vermeye rehberlik etmedbarklabilecek mevcut
verilerdeki oruntilerin tan mlanmas danmaktad r. X/Y aral nda geliri ve iki veya daha
fazla arabas olan c¢ocuklu aileler ile, coswlmayan ve geliri X/Y aral ndan duidk olan
ailelerin sat n alma oruntdlerinin birbirlerine benzerliksggidi inin belirlenmesi tan mlay ¢

modellere bir 6rnektir.

Veri madencilii modellerini gordukleri ilevlere gore:
S n flama (Classification) ve Regresyon (Regression),
Kimeleme (Clustering),

Birliktelik Kurallar (Association Rules) ve Ardk Zamanl Oruntiler (Sequential

Patterns),

olmak lzere U¢ ana W& alt nda incelemek mumkindir. S n flama ve regresyon nhexdel
tahmin edici, kimeleme, birliktelik kurallar ve ark zamanl 6runti modelleri tan mlay ¢

modellerdir.

3.5.1 S nflama ve Regresyon Modelleri

Mevcut verilerden hareket ederek gelanetahmin edilmesinde faydalanlan ve veri
madencilii teknikleri icerisinde en yayg n kullan ma sahip olan $amfa ve regresyon
modelleri aras ndaki temel fark, tahmin edilen bad de i kenin kategorik veya sureklilik
gOsteren bir desre sahip olmas d r. Ancak cok terimli lojistik regresyamnltinomial logistic
regression) gibi kategorik derlerin de tahmin edilmesine olanak lsgan tekniklerle, her iki
model giderek birbirine yaklamakta ve bunun bir sonucu olarak ayn tekniklerden
yararlan Imas mumkin olmaktad r. S nflama ve regresymaellerinde kullan lan béca
teknikler:

Karar A aclar (Decision Trees),
Yapay Sinir Alar (Artificial Neural Networks),

Genetik Algoritmalar (Genetic Algorithms),
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K-En Yak n Komu (K-Nearest Neighbor),
Bellek Temelli Nedenleme (Memory Based Reasoning),
Nailve-Bayes,

Lojistik Regresyondur (Logistic Regression).

3.5.2 Kimeleme Modelleri

Kimeleme modellerinde amag, kiime Uyelerinin birbirlerine lpehzedii, ancak 6zellikleri
birbirlerinden cok farkl olan kimelerin bulunmas ve vdy@a ndaki kaytlar n bu farkl
kimelere bolinmesidir. Blng ¢ aamas nda veritaban ndaki kay tlar n hangi kimelere
ayr laca veya kimelemenin hangi deken Ozelliklerine gdre yap laca bilinmemekte,

konunun uzman olan bir Kitaraf ndan kiimelerin neler olacaahmin edilmektedir.

3.5.3 Birliktelik Kurallar ve Ard k Zaman! Oruntiler

Bir al veri srasnda veya birbirini izleyen aleri lerde miterinin hangi mal veya
hizmetleri satn almaya @imli oldu unun belirlenmesi, mieriye daha fazla drinin
satImas n sadama yollar ndan biridir. Sat n alma iémlerinin tan mlanmas n sdayan
birliktelik kurallar ve ard k zamanl Oruntuler, pazarlama amagl olarak pazar sapatizi
(Market Basket Analysis) ad alt nda veri madenailde yayg n olarak kullan Imaktad r.
Bununla birlikte bu teknikler, t p, finans ve farkl olaylar rrirleri ile ili kili oldu unun
belirlenmesi sonucunda derli bilgi kazan mnn s6z konusu oldu ortamlarda da 6nem

ta maktadr.

Birliktelik kurallar a a da sunulan 6rneklerde gorildiigibi e zamanl olarak gerceklen

ili kilerin tan mlanmas nda kullan I r.
M teriler bira sat n ald nda, % 75 ihtimalle patates cipsi de alrlar,

Du Uk ya | peynir ve yas z yo urt alan muteriler, %85 ihtimalle diet sit de satn

alrlar.

Ard k zamanl oOruntuler ise a da sunulan drneklerde goruldiigibi birbirleri ile
ili kisi olan ancak birbirini izleyen db6nemlerde gerce&te ili kilerin

tan mlanmas nda kullan | r.
X ameliyat yap Id nda, 15 gin i¢cinde % 45 ihtimalle Y enfeksiyonu altakt r,

MKB endeksi duerken A hisse senedinin d=i % 15’den daha fazla artacak olursa,

Uc i gunu icerisinde B hisse senedinin da % 60 ihtimalle artacakt r,
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Ceki¢c sat n alan bir mteri, ik G¢ ay icerisinde % 15, bu donemi izleyen u¢ ay

icerisinde % 10 ihtimalle ¢ivi sat n alacakt r (Akp na600).



26
4. MARKET SEPET ANAL Z ve BRL KTEL K KURALLARI

4.1 Market Sepet Analizi

Gecmi tarihli hareketleri ¢coziimlemek, karar destek sistemlervetden karar n kalitesini
art rmak icin izlenen bir yaklamd r. 90’ y llar n ba na dein teknik yetersizlikten dolay,
kurumlara veya mierilere sat yapld anda deil, belirli bir zaman aral nda (gunluk,
haftal k, aylk, yllk) gercekleen sat hareketlerinin tamamna ikin genel veriler
elektronik ortamda tutulmaktayd . Barkod uygulamalar ndaki geiile, bir harekete ait
verilerin sat hareketi olutu u anda toplanmas ve elektronik ortama aktar Imas olanakl
hale gelmitir. Genellikle sipermarketlerin satnoktalar nda bu tir veriler toplandndan,
toplanan bu veriye market sepeti verisi ad veritimi Market sepeti verisinde yer alan bir
kay tta, tekil olan hareket numaras, hareket tarihsaen al nan trinlere ikin Urin kodu,
miktar , fiyat gibi bilgiler yer almaktad r (Han ve Kaber, 2000).

Market sepet analimde (market basket analysis) amag, &ataras ndaki ilikileri bulmak ve
buna bal kurallar ¢ karmaktr. Bu ilikilerin bilinmesi, irketin k&rn arttrmak igin
kullan labilir. E er X Grinind alanlarn Y dranind de c¢ok yuksek olas | klakéd
biliniyorsa ve eer bir materi X trdndnd al yor ama Y dranind alm yorsa, o potagidmr Y

mu terisidir denilebilir.

Buna benzer veri analizleri yaparak her trin i¢in bir daragn sat tahminleri ¢ kar labilir,

birlikte satn alnan urunler igcin promosyon uygulamas regon dizili leri yap labilir,

mi teriler satn ald klar urtnlere gore grupland r labilireny bir Grin icin potansiyel
ma teriler belirlenebilir (Alpayd n, 2000).

4.2 Birliktelik Kurallar

Birliktelik kurallar (association rules), veri madencilalan nda Uzerinde ¢ok fazla arama
ve cal ma yap Im olan ilgi ¢ekici bir konudur. Birliktelik kurallar, ayn lem icinde

¢o unlukla beraber gorilen nesneleri iceren kurallard r.

Birliktelik kurallar nn kullanld en tipik drnek market sepeti uygulamas dr. Blem,
ma terilerin yapt klar al veri lerdeki Urlinler aras ndaki birliktelikleri bularak ntérilerin
sat n alma alkanl klar n ¢6ztimler. Bu tip birlikteliklerin kéedilmesi, mterilerin hangi
dranleri bir arada ald klar bilgisini ortaya ¢ kar r vearket yoneticileri de bu bilgi nda
raf diizenlerini belirleyerek satoranlar n art rabilir ve etkili sat stratejileri gelitirebilirler.
Market sepeti ¢ozimlemesinin son zamanlarda c¢ok buyuk ldgkar la mas nn sebebi
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kullan m kolayl ve anla labilirli idir.

Market sepet analizi ile birliktelik kurallar ¢ kar mkiblarak Agrawal ve dierleri taraf ndan
1993 y I nda ele alnmtr. Cal mada, X ve Y’nin nesnekiimesi olu X Y (X birliktelik

Y) eklinde ifade edilmi olup, birliktelik kurallar nn matematikselekli belirlenmitir.
Kurallar olu turabilmek igindestek(support) veguven(confidence) deerlerini kullanarak,
kullan ¢ taraf ndan belirlenmiminimum destek ve minimum given @elerinden yayg n
birlikteliklerin belirlenmesi amaclanntr. Market sepet analizinde, nesneler twaiiler
taraf ndan sat n al nan Urunlerdir ve bir hareket (kayrydi nesneyi iginde bulunduran tek

bir sat n almad r.

Birliktelik kurallar n n kullan | olmas i¢in hem konu ile ilgili hem de anl&bilir olmas
gerekir. Birliktelik kurallar simgesel ve sezgisel yapaddu undan anlalabilirlik her zaman
birliktelik kurallar n n gucli yonu olmuur. Birliktelik kurallar nda, kullan ¢ n n kurallar n
tipini ve say s n kontrol edebilecece itli yollar vard r. En yayg n olarak kullan lan yontem,
e ik de erleri olarak bilinen minimum destek ve minimum gutvenedkerinin belirlendii
yontemdir. Bu yontemde sadece kullan ¢ taraf ndan beknm eik de erlerinden biyik olan
destek ve guven derlerine sahip kurallar bulunur ve kullanlr. Br bir yontemde
kullancnn snrlanm nesne tanmlamasdr. Snrlanmnesne, kurallarn icernin

s nrlanmas nda kullan lan mant ksal bir ifadedir. Oines nrlanm nesne cips, kola ve
hamburger olsun. Sadece cips, kola ve hamburger icerenakuitallilgilenilir. Srikant ve
di erleri snrlanm nesne ile kurallar igin cesitli etkin ¢Ozimleme yorEIm

geli tirmi lerdir.

Birliktelik kurallar ndaki bir nesnenin ve bir lemin tan m uygulamaya bédr. Market
sepeti analizinde; nesneler, mdisterilerin aldirtnler ve ilem, beraber alnan butin
nesnelerin kiimesidir. Birliktelik kurallar nda s kl kla kam lan birkag 6nemli terim vardr.
Bunlar; kural n sol taraf n ifade eden dnce (anteced&ntgl n sa taraf n ifade eden sonug¢
(consequent), destek dei, gliven deeri, min_destek olarak goésterilen minimum destek
de eri, min_gtven olarak gosterilen minimum guveneate nesnekiime, yayg n nesnekiimesi

ve aday nesnekumesidir (Dolgun, 2006).
Birliktelik kural madencilii ikia amaldr:

Tim yaygn nesnekimelerinin  bulunmas Her nesnekimesinin yayg n
nesnekimesi olarak yer alabilmesi icin, her nesnenineklede erinin 6nceden

tan mlanm olan min_destek derinden buylk olmas gerekir.

Yayg n nesnekumelerinden gugclt birliktelik kurallarnn elde edilmesi Bu
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kurallar min_destek ve min_guven durumunulaaal d r [10].

Birliktelik kural algoritmalar nn performans n belirlegead m birinci ad mdr. Yayg n

nesnekiimeleri belirlendikten sonra, birliktelik kurallan bulunmas s radan bir ad md r.

4.2.1 Birliktelik Kurallar Temel Kavramlar

Birliktelik kuraln n matematiksel modeli 1993 ylInda Agrawdhielinski ve Swami

taraf ndan ifade edilmiir. Bu modele gore] ={i,,i,,...,i,, fesnelerin kiimesi vB i lemler

kimesi olarak ifade edilir. Her, bir nesne (urtin) olarak adland r I veritaban nda her
hareket (transaction], T i | olacak ekilde tan mlanan nesnelerin kiimesi (nesnekiime)
olsun. Her hareket bir tan mlay ¢ alan olan TID ile sdredilir. A ve B nesnelerin kiimeleri
olsun. Bir T i lemler kiimesi ancak ve ancaki T ise yaniA, T'nin alt kimesi iseA’y
kaps yor denir. Bir birliktelik kural A B formunda ifade edilirA 6nce veB sonu¢ olarak
adland r Ir. BuradaAl 1, Bi | ve AC B=/ dir.

Ik olarak, A B kural icin d olas| ile kuraln destek deeri tan mlanr. DestekT
i leminin AE B’yi icerme olas| dr. kinci olarak, A B kural n ng ile gosterilen giiven
de eri tanmlanr. Bu olaslk, T ileminin Ay ve ayn zamandaB'yi icermesidir.
Matematiksel ifade ile kural n destek ve guvenetéeri;

DesteKA B) = P(AE B) (4.1)
GivefA B)=P(B/A) veya (4.2)
GiverfA B)=DesteKA B)/DesteKA) (4.3)

eklinde ifade edilir. Burada Destek)(= Destek @ A)'dr.

Ba ka bir ifade ile destek ve guiven d@gleri;

DesteKA) =|A/|D| (4.4)
DesteKA  B) =|AB|/|D| (4.5)
GiverfA B)=DesteKA B)/DesteKA) (4.6)

olarak tan mlanr.

Burada;|A{; incelenen kay tlardakA GrGnini iceren femlerin say sn ,|AB|; incelenen

kay tlardakiA ve B drunlerini birlikte iceren iemlerin say s n ve}D|; veritaban ndaki batin

i lemlerin say s n ifade etmektedir. Kuraln destek giiven deerleri, kural n ilgingli ini
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ifade eden iki 6lctdur. Bu derler sras yla kdedilen kurallar n yararl| n (kullan 1l n)
ve kesinliini (do rulu unu) ifade eder (Han ve Kamber, 2000). DestekedeA ve B
nesnelerinin birlikte bulunma olas | klar n ifade edetivén deeri ise,A’y iceren kay tlar n
B'yi de icereceini ifade eder (Han ve Kamber, 2000).

Yuksek guven ve destek d=ine sahip kurallara guglia (strong) kurallar ad verilir (Agab
ve di erleri, 1993). Kullanc tarafndan minimum destekkede eri (min_destek) ve
minimum guven ek de eri (min_guven) belirlenir. Bu belirlenen ike de erlerini aan
birliktelik kurallar dikkate alnr ve ilging olarak ifaded#ir. Iging bir 6runtd, bilgi
(knowledge) olarak ifade edilir. Genel olarak bu elder O - 1 aral ndan ¢ok 0% - 100%
aral nda ifade edilmektedir (Han ve Kamber, 2000). Verilen bir Bmler kiimesinde
Birliktelik Kurallar n n amac , kullan ¢ taraf ndan lidénen minimum destek ve minimum

guven deerinden buyikA  Bkurallar n n bulunmasdr.

Orne in bir A Griniini sat n alan migriler ayn zamandB Uriiniini de sat n al yorlarsa, bu

durum aa daki birliktelik kural ile gosterilir.
A B [destek = 2%, guven = 60%] 4.7)

Buradaki destek ve guven ifadeleri, kural n ilginclik Olgigle. E itlik 4.7'deki birliktelik
kural icin destek ve guven derleri u ekilde yorumlanr. Cozumlenen butin akri lerden
2%'sindeA ile B UrUnlerinin birlikte alnd (veya A ve B'nin toplam fi hareketlerinde
birlikte bulunmas olas| 2%'dir) ve A Grdndnd satn alan migrilerin 60%' nda ayn
al veri te B Uriiniind de sat n ald (veyaA alan bir miterinin 60% olas | kleB de ald dr)
soylenir (Han ve Kamber, 2000). Nesnelerin kumesi, nesnekiixeri madencilii
literatirinde nesnekiime (itemset), nesne kiime (itenkskah m ndan daha s k yer almakta
ve kullan Imaktad r) olarak ifade edilmektedir.dt bir kiimek tane nesne igeriyorsa bu kiime
“k-nesnekiime” olarak ifade edilir. Br bir nesnekiime minimum destek dgeni sa |l yor ise
bu nesnekiime yayg n (large, frequent ifadeleri ayn amiagllan Imaktadr, large kavram
karmaas na neden oldundan frequent, yayg n tercih edilmektedir) nesnekimeakola

adland r Ir. k-nesnekiimenin yayg n kumeleki eklinde ifade edilmektedir (Han ve

Kamber, 2000).

Minimum guven ve destek derlerini salayan birliktelik kurallar ¢ kar m problemi iki

ad ma bolunmitar (Agrawal ve Srikant, 1994);

1. Yayg n gecen nesnekimeler bulunur: Kullan ¢ taraf ndamléei olan minimum

destek ek de erini sa layan nesnekiimelere yayg n nesnekiime ad verilmektadlir.
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ad mda yayg n nesnekimeleri bulan etkili yontemleragulimal d r.

2. Yayg n nesnekumelerden gugclu birliktelik kurallar dturulur: yayg n nesnekimeleri
kullanarak minimum given & de erini salayan birliktelik kurallarn n
bulunmas d r. Bu ad mdakilem oldukc¢a basittir. Minimum gtivenik de erine gore
taranarak bulunan birliktelik kurallar kullanc nn ilgieni ve potansiyel olarak
Onemli bilgiyi iceren kurallardr. Birliktelik kural alg@masnn performansn
belirleyen ad m birinci ad md r. Yayg n nesnekimeletirtendikten sonra, birliktelik
kurallar n n bulunmas kolay bir ad md r (Han ve Kamber, 2000).

Sepet analizinin bar | oldu u noktalar;
Kolay ve anlalr sonuclar Uretir,
De i ik boyutlardaki veriler Gzerinde ¢aabilir,

Her ne kadar kaytlarn says ve kombinasyon secimine gtem adedi artsa da
sepet analizi icin her ad mda gerekli olan hesaplandgalar yontemlere gore (genetik

algoritmalar, yapay sinir dar vb.) cok daha basittir.
Sepet analizinin bar s z olduu noktalar;
Sorunun boyutu buyudtkce, gerekli hesaplamalar tstel olaraklted r,

Kay tlarda ¢ok az rastlanan Urlnleri yoksayar. Sepet c@iadi yonteminin en
do ru sonucu, tim durtnlerin kaytlar icinde yaklka ayn frekansta gorinda

durumlarda tretmektedir,

Destek ve guven & de erleri Uretilen kural say s nda s n rlama getirirler fakak
de erlerinin ¢ok duik belirlendii durumda kullan ¢ gercekten ilgilendikurallar
kaybetme tehlikesi ile karkar ya kalr.

Birliktelik kurallar n n ke fi katalog tasar m, mierilerin sat n alma alkanl klar n n
belirlenmesi ve sn fland r Imas, maza urtn yerlem plan gibi bircok uygulama
alannda kullan labilir. Sepet analizi yontemi, birliktelik kilar nn uygulama

alan ndaki tirlerinden birisidir.

4.2.2 Birliktelik Kurallar Ce itleri

Birliktelik kurallar n n birgok tirt vard r. Birliktelik kurdar aa daki kriterleri ta yan ¢ok
de i ik yollar ile s n fland r labilir.
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Kuralda kullan lan de erlerin tiplerine gore: E er bir kural nesnelerin varl ve
yoklu u aras ndaki birliktelikler ile ilgili ise, bu duruma méaal birliktelik kural d r.
Orne in 4.7 deki kural boyle bir kurald r. Bu kurallar sepet anatiein elde edilirler.
Kurallar nicel nesneler ya da 6Ozellikler aras ndakiikiglikleri tan ml yor ise nicel
birliktelik kuraldr. Bu kurallarda, nesneler icin nicel @eler ya da ozellikler

aral klara bolunmitir.

Kural n icerdi i verinin boyutlar na goére: Bir birliktelik kural ndaki 6zellikler
(attribute) ya da nesneler sadece bir boyutu temsil ddiga;, o zaman kurala tek
boyutlu birliktelik kural d r denir.

Birliktelik kurallar n n ¢e itli boyutlar na gore: Birliktelik kurallar ¢ézumlemesi,
korelasyon ¢ozumlemesinin geletilmi i olabilir. Ayn zamanda, “maxpattern” ve
“frequent closed itemset” ¢cozimlemelerinin géetilmi i de olabilir. Bu iki yontem,
¢bzimleme srasnda otuwrulan yaygn nesnekimelerin saysn azaltmak igin
kullan Imaktad r (Dolgun, 2006).

4.3 Birliktelik Kurallar n n Belirlenmesinde Kullan lan T emel Algoritmalar

Yayg n nesnekumelerini (large itemsets) belirlerkenikbelik kurallar oluturmak icin
kullan lan algoritmalar, sral (sequential) ve paralebrak s n flandr labilir. Birgok
durumda, nesne ad na baolarak nesnekimelerinin s6zlik (lexicographic) sral alar
tan mland ve depoland varsay |r. Bu s ralama, nesnekiimelerinin Uretilmessay Imas
sras nda kolayl k sdayan bir tarz oluurmaktad r ve sral algoritmalarda rastlanan afa
bir yakla mdr. Di er yandan, paralel algoritmalar yayg n nesnekiumelerinilunibeas

i leminin paralelletirilmesi Gizerinde odaklanr.
4.3.1 Sral Algoritmalar

4.3.1.1 AIS Algoritmas

AIS algoritmas, Agrawal, Imielinski ve Swami taraf nda®93 y | nda veritaban ndaki tim
yayg n nesnekimelerini olturmak icin gelitirilmi ve yay nlanm ilk algoritmad r. Karar
destek sorgulamalar yapmak icin veri tabanlar nlavlerini art rmaya odaklanntr. Bu
algoritman n hedefi nitelikli kurallar bulmaktr. Bu teknikpraicta sadece bir nesne ile

kstlanm tr. Birliktelik kurallar X I, |a bigiminde tan mlanr. BuradX nesneler

kiimesil;, I alan ndaki tek bir nesne @ de kural n gliven deridir.

AIS algoritmas, veritabannn uzerinden coklu glegi yapar. Her geci esnas nda,
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veritaban n tarar.lk geci inde tek nesnelerin desiai sayar ve veri taban nda bunlar n hangi
s kl kta oldu unu belirler. Her bir gecin yayg n nesnekiimeleri aday nesnekiimeleri tretmek
icin geniletilir. Bir tarama yap Id ktan sonra dnceki taramiddgayg n nesnekimeleri ile
taranan nesnelerin aras ndaki ortak nesnekimeleridyefirlBu ortak nesnekimeleri yeni
aday nesnekumeleri Uretmek icin veritaban ndakedinesneler ile geretilir. Yayg n bir
nesnekiimesi olah yayg n ve sozlik s ral’deki her bir nesneden sonra gelen nesneler ile
geniletilir. Bu i lemleri verimlice yapmak icin AIS algoritmas tahminli@ araglar ve
budama teknii kullanr. Bu teknikler aday gruplar n, gereksiz nesnelelayalistesinden
atarak belirlerler. Sonra her bir aday n grubu hesaplaninildm destekten bluyik veya
minimum destee eit olan aday gruplar yaygn nesnekimeleri olarak seciiayg n
nesnekimeleri sradaki get@ aday uretmek icin getetilirler. Bu ilemler yaygn

nesnekiimeleri bulunamayana kadar devam eder [5].

4.3.1.2 SETM Algoritmas
SETM algoritmas , 1995 y | nda Houtsmal taraf ndan 6nerilofup yayg n nesnekiimelerinin
hesaplanmasnda SQL kullanlmasn baz almaktadr. Bu #&igada yaygn

nesnekiimelerinin her bir iyedi, , TID birincil anahtar olmak lizere <TID, nesnekiimesi>

bicimindedir. Benzer ekilde aday kiumelerinin her bir Uyesﬁ_;k da <TID, nesnekimesi>
bicimindedir.

AIS algoritmas na benzer olarak, SETM algoritmas datalesn Uzerinden ¢oklu gedgr
yapar. |k gecite, ayr ayr her bir nesnenin destek saysn sayar vdéabannda
hangilerinin buyik veya s k oldunu bulur. Daha sonra, bir dnceki gégioluan yayg n
nesnekimelerini gerleterek aday nesnekimelerini diurur. Ek olarak, SETM aday
nesnekimelerinin TID’lerini de bilir. Aday nesnekimeleotu tururken ili kisel birle tirme

i lemleri kullan labilir (Srikant ve dierleri, 1996b). Aday nesnekiumelerini dlururken aday
nesnekimelerinin TID’leriyle birlikte bir kopyasn ard bigcimde saklar. Sonra, aday
kimeleri nesnekimelerinin Gzerinde sralanr ve bir kabul kdyonuyla kiguk
nesnekimeleri silinir. Eer veritaban TID sral ise birlemde yer alan yayg n nesnekimeleri

bir sonraki gecte Ek 'y TID'ye gore sralanarak elde edilir. Bu yolla veritab tzerinden

bircok geci yap I r. Algoritma daha fazla nesnekiimesi bulamada sonlan .

Bu algoritman n ana dezavanté_}k aday kiimesinin say s na bal r (Agrawal ve dierleri,

1994). Her bir aday nesnekimesinin TID icermesinden dolayikoisay daki TID’leri
depolamak icin daha fazla yere ihtiya¢ duyar. Ayr cgj gesonunda aday nesnekimelerinin
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destek deerleri sayld nda, C, sral bicimde deildir. Bundan dolay nesnekimeleri
Uzerinde yeniden sralamaya ihtiya¢ duyulur. Sonras ndaglddéss t n salamayan aday
nesnekiimelerini devred brakmakla aday nesnekiimeleri budanrl, sonug
nesnekimesinde TID’lerin yeniden sralanmas gerekir. Dadvaa, sonraki ge¢e aday
kiimelerini oluturmak icin Ek kullanlr. SETM algoritmas nda bellek (tampon) ydnetim
tekni i ve iyile tirmesi ele al nmamt r (Agrawal ve dierleri, 1994). Ana bellektéfk’n n

tutulabilecei varsay Im tr. Bundan dolay 1998 te Sarawagi, SETM’in etkili olmada ve

ili kisel VTYS Uzerinde galtrild nda rapor niteliinde sonu¢ tretmedne de inmi tir.
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4.3.1.3 Apriori Algoritmas

Agrawal ve dierleri taraf ndan 1994 y | nda gdirilen Apriori algoritmas , veri madencili
tarihinde birliktelik kurallar nn ¢ kar Imas konusunda elde lmdi biylk bir baardr.
Birliktelik kurallar ¢ kar m nda en ¢ok bilinen algoritma alntur. Algoritman n ismi, yayg n
nesnelerin dnsel bilgilerini kullanmas ndan yani bilgileir 6nceki ad mdan almas ndan

“onceki (prior)” anlam nda aprioridir.

Bu teknik, yaygn bir nesnekimesinin tim altkimeleri de yayglmaldr kuralna
dayanmaktad r. Ayr ca, bir nesnekimesindeki nesnelerin s8ziéik oldu unu varsayar. Bu
algoritma AIS ve SETM algoritmalar na gére, aday nesnelté@rmin dretiime eklinde ve
say lacak aday nesnekiumelerinin secilmesinde farkl|ledez Daha Once de deildi i
tzere, hem AIS hem de SETM algoritmalar nda bir 6nceki ggki yayg n nesnekimeleri
aras ndaki ortak nesnektuimeleri ve bir hareketteki nesedée edilir. Bu ortak nesnekiimeleri
hareket icindeki dier ba ms z nesnelerle genetilerek aday nesnekiumeleri ofurulur.
Buna ramen bu bamsz nesneler yaygn olamazlar. Bilindi gibi yaygn bir
nesnekimesinin siperkimesi ile kucgik bir nesnekiimesi, kiigik biekigsasi sonucunu
verir. Bu teknikler kiguk olarak belirlenecek bircok aday nesnelsiintiretir. Apriori
algoritmas bu 6nemli nokta Uzerinde odaklanr. Apriomcéki gecite oluan yayg n
nesnekimelerini birleéirerek aday nesnektimelerini ofurur ve veritaban ndaki hareketlerle
ilgilenmeden, onceki ge¢e oluan altkimelerden kiglk olanlar n siler. Onceki gegi
olu an yayg n nesnekimelerinin dikkate al nmas yla yayg n adagpakimelerinin say s nda

anlaml bir azalma olur.

lk gecite sadece bir nesne iceren nesnekimeleri saylkr.gecite bulunan yaygn
nesnekimelerindeapriori_gen() fonksiyonu kullan larak, ikinci geciicin aday kiumeleri
olu turulur. Aday nesnekumeleri bulundunda veritaban taranarak iki uzunluklu yayg n
nesnekimelerini bulmak icin destek dderi say Ir. kinci geciteki yayg n nesnekiimeleri,
dcuncu gecteki yayg n nesnekiumelerini owracak aday kiimeler olarak ele alnrlar. Yeni
yayg n nesnekimesi bulunamay nca dem sonlanr. Algoritma her. gecite veritaban n

tarar vei uzunlu undaki yayg n nesnekimelerini belirlet; ; i uzunlu undaki yayg n

nesnekimeleriniC, dei uzunlu undaki adaylar ifade eder.

Apriori, seviye mant (level-wise) arama olarak bilinen yinelemeli bir yakta kullan r. Bu
yakla mda k-nesnekiimeler, (k+1) nesnekiimelerin tarbmas icin kullanlr. Ik olarak,
yayg n 1l-nesnekimelerinin kiimesi bulunur. Bulunan bu kimelarak adlandrlr. L,

Lo'nin (yayg n 2-nesnekimelerin kiimesi) bulunmas nda kullarLb, Lz'Gin bulunmas nda
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kullan I r ve algoritma bu ekilde daha fazla yayg n k-nesnekimeler bulamay ncaya kadar
yinelemeli bir ekilde devam eder. Her o n bulunmas bitin veritaban nn taranmas

anlam na gelmektedir (Han ve Kamber, 2000).

apriori_gen() fonksiyonunun iki ad m vardr (Agrawal ve dirleri, 1994). [k ad m

esnas ndal, ; kendisiyle birletirilerek C, elde edilir. kinci ad mda, birleme sonucunda
olu mu ve (k-1) altkimelerinden bir veya birkad, , ‘de olmayan tum nesnekimeleri

silinir. Kalan yayg n k-nesnekiimeleri sonug olarak doaddiir

Cizelge 4.1 apriori_gen() fonksiyonunu kullanarak aday kinnelgma

Uctincl geciteki yayg n (L, , Ly) birle imi Dordancu gecteki aday

nesnekumeleril(,) kiimeler (budama sonra€,)

{{Cips, Elma, Pilic}, | {{Cips, Elma, Kola, Pili¢}, | {{Cips, Elma, Kola, Pili¢}}
{Cips, Elma, Kola},|{Elma, Kola, Pili¢, Yumurta}}
{Elma, Kola, Pilig},
{Elma, Pilig, Yumurta},
{Cips, Kola, Pilic}}

Cizelge 4.1'deki 6rnd dikkate alarakapriori_gen() fonksiyonunu ornekleyelim. Ugiincii
geci sonucunda olan yayg n nesnekiimeleri ilk kolonda gdsterilini Bir hareketin {Cips,
Elma, Kola, Pili¢, Yumurta} ‘dan oldu unu varsayal m.L, ‘G kendisiyle birletirince C,
{{Cips, Elma, Kola, Pili¢c}, {Elma, Kola, Pilig, Yumurta}}olarak oluur. Budama ad m
{Elma, Kola, Pili¢, Yumurta} nesnekimesini siler, ciinktikitmenin 3 nesneli {EIma, Kola,

Yumurta} altkiimesiL, ‘te yoktur.

subset() fonksiyonu, bir harekette gorilen aday kimeletitiraklerini dondurdr. Adaylar n
destek deerlerinin say Imas , algoritmada zaman alan bir ad rf@engiz, 1997). Verilen bir

harekette kontrol edilmesi gereken adaylar n say lar n ma&ltcin C, aday nesnekimeleri

bir hash aac nda saklanrlar. Hash @ nn bir diUmuG bir yaprak diimu veya bir hash
tablosu (ic duum) icerir. Yaprak duumler, aday nesnekiimelerini sral olarak icerirler.
A acn i¢ duumlerinde ¢ocuk diiimlere balant iceren hash tablolar vard r. Nesneler, hash
a ac na bir hash fonksiyonu kullan larak eklenirler. Bismekiimesi eklendinde, kokten

ba layarak aacn bir yaprana ulaana dek gitmek gerekir. Ayrca, budama ad mn
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h zland rmak i¢inL, bir hash tablosunda saklan r (Srikant veedieri, 1996Db).

ekil 4.1 Apriori Algoritmas (Han ve Kamber, 2000)

4.3.1.4 Apriori-TID Algoritmas

Daha 6nce de belirtildi Uzere, Apriori destek derlerini saymak icin her ge¢e tum
veritaban n tarar. Ancak her ge@ tim veritaban n taramak gereksizdir. Bu varsay ma
dayanarak 1994 ylnda Agrawal ve dileri, Apriori-TID ismiyle bir algoritma
Onermilerdir. Apriori'ye benzer olarak, bir gegn ba nda aday nesnekiimelerini belirlemek
icin Apriori-TID de Apriori'nin aday uretim fonksiyonunu kalh r. Apriori'ye gbre ana fark

ise ilk geciten sonra destek derlerini saymak i¢in veritaban n kullanmaz. Bundan ziyade,

C, ile gosterilen, énceki ge¢e kullanlan aday kimelerininifrelenmi  eklini kullanr.
SETM'deki gibi C_:k’nn her bir Gyesi <TID, X> bicimindedir, TID tanmlayc, X ise
potansiyel yayg n k-nesnekimesidir.

lk gecite, elde edilenC, veritabanna benzer. Buna maen, her nesne nesnekiumesi
taraf ndan yer de tirilir. Di er gecilerde, T hareketinin yerini tutaﬁk 'n n bir dyesi <TID,

c> olarak ifade edilir. ¢, T'de buluna€,’ya bal bir adaydr. Bundan dolay C,’'nn
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bilylikli U veritaban ndaki hareket say s ndan daha kiigik olur. AyCgalaki her bir kay t,

buyik k deerlerindeki yerini tutan hareketlerden daha kuguktir. Bunuemegbk az aday n
harekette icerilmesidir. B&a ekilde ifade etmek gerekirséfk 'daki her bir kayt kiucuk k
de erlerindeki ilgili hareketten daha buytktur (Srikant veedieri, 1996D).

lk olarak, tim veritaban taranr V€, nesnekiumeleri elde ediliC,’in her bir kayd tim
nesneleri TID'leriyle birlikte igerir. 1-nesnell, yaygn nesnekUmeIerEl’deki kay tlar
say larak hesaplanr. Daha sorntg’yi elde etmek iginapriori_gen() fonksiyonu kullan|r.
Bir T hareketine ilikin C,’deki kay tlar, T'de bulunarC,'nin tyelerinden elde edilir. Bunu
gergekletirmek igin tim veritaban yerineC, taranr. Sonra,C,’deki destek deerleri
say larakL, elde edilir. Bu ilem, bo aday nesnekiimeleri oluncaya dek surer.

Bu ifreleme fonksiyonunu kullanman n avantaj, sonraki degde ifreleme fonksiyonunun

buyukll G veritaban na oranla daha kugcik olacdan okuma siresi azalr. AIS ve SETM

tekniklerine k yasla Apriori-TID daha iyidir. Cizelge 4.1'derilen 6rnek kullan Id nda, L,

u ekilde bulunur; {{Cips, Elma, Pili¢}, {Cips, Elma, Kola{Elma, Kola, Pili¢}, {Elma,
Pilic, Yumurta}, {Cips, Kola, Pilic}}. Apriori'ye benzer mrak Apriori-TID sonraki ad mda
sadece bir aday nesnekumesi tlwr; {Cips, Elma, Kola, Pilic}. Daha dnce de daldi i
tzere, hem AIS hem de SETM baday nesnekiimesi oturmaktad r; {{Cips, Elma, Kola,
Pilic}, {Cips, Elma, Pilic, Yumurta}, {Cips, Elma, Kolayumurta}, {Elma, Kola, Pilig,
Yumurta} ve {Cips, Kola, Pili¢, Yumurta}}.

Apriori-TID’de C, 'daki aday nesnekiumelert;, 'daki nesnelerin TID’leriyle indekslenen bir
dizi halinde saklanr. Her biC, sral yap dadr. k. gegie, L, , ve aday uretimi esnas nda
C, icin bellek alan na ihtiyag duyar. Sayma safhas ndeCisg, C,, C, ve C, , igin bellek
alan na ihtiya¢ vardr. Aday uretimi sras nda yalaolarak bellein (tamponun) yars
adaylarla doldurulur. Bu, hen€, hem deC, ,'in konu ile ilgili parcasnn hesaplama
safhas nda bellekte tutulmas n Ea. E er L, bellekte saklanam yorsd, 'y harici olarak

s ralamak gerekir.

Apriori'ye benzer olarak bu algoritman n performans biyuk IBM RS/6000 530H i
istasyonu Uzerinde test edilmii (Agrawal ve dierleri, 1994). Apriori-TID’in ilk gegiten

sonra tim veritaban yerin€, 'y kullanmas ve sonraki gederde C,’'nn kiigiiimesiyle

etkisi artm tr. Buna ramen, C_:k’larn blyuk olabilmesi problemi SETM'de oldu gibi
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Apriori-TID’'de de vard r, ancak Apriori-TID, SETM'in Uretti aday nesnekiimelerinden daha

azn JUretir. Ayrca SETM’'de oldw gibi C_:k’nn sralanmas na Apriori-TID’de ihtiyag
yoktur. C,’'n n ¢ok biyilk olmas durumunda bellek (tampon) ydnetimiyldi itz sorunlar

olu ur. Bellekte saklanabilecekC, kiimelerinin kiigilk sayda olmasyla Apriori-TID,

Aprioriden daha iyi performans go6sterir. Buyidk veri kimelegin ise Apriori'nin
Apriori-TID’e gore performans n n daha iyi oldu belirtilmi tir (Agrawal ve dierleri, 1994).

4.3.1.5 Apriori-Hybrid Algoritmas

Bu algoritma, veri Uzerindeki tim gelgrde ayn algoritmann kullanlmas nn zorunlu
olmad fikrine dayanr. 1994 ylInda Agrawal ve dirleri taraf ndan denildi i tzere,
Apriori ilk geci lerde daha iyi performansa sahiptir ve sonraki demgle Apriori-TID,
Apriori'den daha iyidir. Deneysel gozlemlere dayanarak éypiybrid tekni i, ilk geci lerde
Apriori'yi kullanacak ekilde tasarlanmtr ve gecilerin sonundakic_:k kiimesinin bellekte
kar lanaca n umarak Apriori-TID’e gegi yapar. Bundan dolay, her bir geggonunda

C_:k 'n n tahmin edilmesi gerekmektedir. Ayr ca, Aprioridemprori-TID’e geci masrafl dr.

Bu tekniin performans buyidk verisetleri Uzerindeki tecribelere daydn da
hesaplanmtr. Gegilerin sonlarna doru dei imin olmas durumu dnda, Apriori-
Hybrid’in Apriori'den daha iyi performans gosterdibelirlenmitir (Srikant ve dierleri,
1996Db).

4.3.1.6 OCD (Off-line Candidate Determination) Algoritmas

OCD teknii 1994 ylnda Mannila taraf ndan Onerilmolup, kiguk orneklerin yayg n
nesnekimelerini bulmada genellikle epey iyi olduikrine dayanmaktad r. OCD tekmi
gereksiz aday kumelerini elemek i¢in Onceki glecden elde edilen bilginin birlarme
analizi sonuclar n kullanr. BilY [ | altkiimesinin yayg n olmadn bilmek icin, s destek
e ik de eri olmak Uzere, en az ndan (X)-kadar hareket taranmal d r. Bundan dolgin
kiguk deerleri i¢cin neredeyse tum ikinin okunmas gerekir. Eer veritaban c¢ok buytkse,

veri tizerinde mimkun olduinca az geciyapman n 6nemli oldw aikard r.

OCD, aday kumeleri belirlemek icin AlS’ten farkl biakia m kullanr. OCD, mumkin
oldu unca basit bir ekilde gecii koruyarak, gecier aras ndaki aday kimelerini budamak
icin onceki gecilerdeki tum elverili bilgiyi kullanr. k uzunluklu tim yaygn

nesnekumelerini icerer, kumesini oluturur. L, 'daki yayg n nesnekimelerini igcerenve

L., 'de de olabilecekk + 1) uzunluklu aday kimele€,,,’de bulunur.e, L, 'nn uzants



39

k+e
ve e3 0 oldu u biliniyorsa, X, L, 'dan adet
k

(extension) olmak Uzere, er X1 L

k+e

s ~ 3
kiime icerir. Ornein; e ere=1,k=2 ve X1 L, iseX, L,’'den yani 3 kiime icerir. Benzer
2

ekilde, L,’tn her bir nesnesL,’in 4 nesnesini igerir, ... vb. Ornia L, = {{Elma, Muz},

{Lahana, Muz},
{Elma, Lahana}, {Elma, Yumurta}, {Muz, Yumurta}, {Dondurma, Elma},
{Lahana, Puding}} olsun. {Elma, Lahana, Muz} ve {Elma, MuzuMurta} kiimelerinin

L,’n olas uyeleri olduu sonucu ¢ kar labilir. Clnkt 2 uzunluklu tim altkiimelétide
olan 3 uzunluklu kiimeler bunlard r. Bu safhaldabo tur. Bunun sebebL,’lin herhangi bir
dyesi L,’Un 4 nesnesini icermesi gerekirkeln,, 2 Uyeye sahiptir. Bundan dolay,,,

a a daki yontemle say Ir:
Cer ={YT 1I;]Y|=k+1veY, L, nn (k+1) Uyelerini icerir} (4.8)

C,.; bulma ¢6zimi yorucu bir prosedirdir. Yorucu metokta, uzunluklu tum altkiimeler

denetlenir. Buna ranen, bu prosedir fazla say da gereksiz adaylar tretir ve brafindir
tekniktir. Sayma ilemini uygun hale getirmek icin OCD iki alternatif yakla dnermektedir.

Bunlardan biri, ortak olarakk{l) nesnelerini icerenl, birle imlerini bigcimlendirerek bir

C wx1 koleksiyonu hesaplamakt r:
Crr ={YEY ;Y YT L vel[YEY|=(k- D} (4.9)

Daha sonraC,,, | Cku ve C,,,, Cxa’deki her bir kiime i¢inC,,; denkleminin salan p

sa lanmad kontroll yap larak hesaplanabilir.

kinci yakla m, L, ve L,’deki kiimelerin birleiminin bi¢imlendirilmesidir:
Cwr={YEY;Yl L veYTL veY EY} (4.10)
Sonras nda, 1. denklemdeki icernagt n kontrol ederelC,,, hesaplanr.

C,.,'I olu turmak icin gereken lem veritaban n n boyutuna dé L, 'n n boyutuna baldr.
Bir dee>1 icin L, 'dan direkt olarak ¢etli C,,,, C,,,, ... hesaplan rC «..’den C,,,’in elde

edilmesi icin gereken zaman karnha O(k|Lk|3) 'tir. Di er yandan,C «.1'den C,,, elde

edilirken gecen calma suresi dorusal olarak veritaban n n boyutuna) se Ussel olarak en
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blylk yayg n nesnekiimesinin boyutuna lwhr. Bundan dolay , ¢ok buyik n derleri igin
algoritma c¢ok yavacal maktadr. Yayg n nesnekimeleri icin iyi bir tahmin yapabilmek,
buylk veritabannn kucgik 6rneklerinin analiziyle mumkindir (L4©98). Mannila
taraf ndan 1994 ylInda yap lan teorik analizler gdstetimiki yayg n nesnekimelerini
bulmak igin kiguk o6rnekler cok iyidir. Ayrca, destekike de erinin kiguk olmas
durumunda, 3000 satr iceren bir Ornek Uzerinde yaygn nesnedimrel bulunmas
esnas nda son derece iyi bir tahminleme yap labtimi

Bu algoritman n performans 1994’te Mannila taraf ndan ikisedriizerinde test edilnir.
Bunlardan biri 4734 &renciye ait ders kay tlar n iceren veritaban dkincisi ise bir telefon
firmas nn 30.000 kayt iceren hata yonetim veritaban d r.dysal sonuglar, OCD’nin sure
gereksiniminin AlS’in 10-20%’si oldwnu gostermtir. DU Uk destek ek de erlerinde
OCD'nin avantaj artmaktadr (Mannila, 1994). AIS ile dlrulan aday saylar OCD
taraf ndan oluturulanlara oranla ¢ok fazlad r. AlS, gegiras nda kopya adaylar otururken
OCD bir aday bir kez oldurur ve veritaban nda hesaplamaya girmeden dnce altkiimele
yayg n olup olmad n kontrol eder.

4.3.1.7 Partitioning Algoritmas

PARTITION, 1995 y | nda Savasere taraf ndan oneriiimve veritaban tarama saysn 2'ye
indirir. Veritaban n kicik bolmelere ay rr ve her bir botmmeana bellekte tutulabilecmi

varsayar. Veritaban bolmelerinid*, D?, ..., D? oldu unu diiiinelim. lk taramada her bir
bélme icinyerel yayg n nesnekiimeldsulunur; D' (1£i£p) ve {X|X.count3 s ‘Di‘}. L,

yerel yayg n nesnekimeleri, Apriori benzeri seviye-maraigoritmas kullan larak bulunur.
Her bir b6lme ana belle yerletirilebildi i surece, bdlmeyi ana belle yikledikten sonra her
bir b6lme icin ek G/C diskine gerek yoktukinci taramada, tim veritaban ndaki yayg n bir
nesnekimesinin, veritaban n n en az bir bolmesinde dé gfarak yayg n olmas gerekii
Ozelli ini kullanr. Daha sonra, her bir bolmede bulunan ys@ygn nesnekimelerinin
birle imi adaylar olarak kullanIr ve bitin yaygn nesnekimeleriolmiak igin tim

veritaban lzerinde say | rlar.
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ekil 4.2 PARTITION algoritmas n kullanarak yayg n nesielelerinin bulunmas

ekil 4.2, Cizelge 4.1 uzerinde PARTITION' n kullan m n edémaktad r. Eer veritaban
ikiye bolunurse, ilk bolme ilk iki hareketi ve ikinciobne de kalan iki hareketi icerir.
Minimum destek deeri 40% iken ve her bir b6lmede sadece iki hareket mevcutkekebi
gorulen bir nesnekimesi yayg n olabilirki bolmedeki yerel yaygn nesnekimeleri
hareketlerin tim altkiimeleridir. Birlan kimesi, ikinci tarama igin aday nesnekimelerini
icerir. Algoritma, aa da gosterilmitir. Veritaban bdlmelerini belirtmek icin stiperscriptler

ve nesnekimelerinin boyutlar n belirtmek icin ise altstipkullan Im tr.

ekil 4.3 PARTITION algoritmas (Dunham ve érleri, 2000)

PARTITION algoritmas homojen veri ddm na ihtiya¢ duyar. Bunun nedeni, & bir
nesnekimesi her bir b6lmeddtesay daysa, ikinci taramada say lacak gmesnekimesinin
say s buyudk olur. Buna ranen, dank veri da I mlarnda, ikinci taramadaki bircok
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nesnekimesi kiguk olarak nitelendirilir, bu da yamesnekimelerini saymak icinlam
suresini arttr r. AS-CPA (Anti-Skew Counting Partitidwgorithm) (Lin, 1998), anti-dan k
algoritmalar n n bir ailesidir ve dan k veri da | mlar nda PARTITION’ n performans n
artt rmak icin 6nerilmitir. Ik taramada, dnceki bélmelerde bulunan nesnekiimelerayis s
di er bolmelerde biriktirilir ve artt r | r. Biriktirilensay lar kiicik olabilecek nesnektimelerini
budamak icin kullan|r. Ik budama teknikleri nedeniyle, ikinci taramada say lacak yanl

nesnekimelerinin say s azalt Inolur.

4.3.1.8 Sampling Algoritmas

1996’da Toivonen taraf ndan geilrilen 6rnekleme (sampling) algoritmas veritaban haaa
say sn en iyi durumda bire, en koti durumda ikiye indidk.olarak veritaban ndan ana
belle e yerletirilebiecek bir 6rnek al n r. Ornekteki yayg n nesnekieniain kiimesi, Apriori
benzeri seviye-mant algoritmas kullan larak bulunur. Ornekteki yayg n nesme&lerinin
kiimesli PL olsun. Bu, muhtemel yayg n nesnekimelerinin bir kiinmdarak ve blyin

veritaban nda daulanabilen adaylar olturmak igin kullan|r. AdaylaPL Uzerinde BD
negatif kenar fonksiyonu uygulanarak elde edilBD (PL)E PL. PL nesnekiimeleri

kimesinin negatif kenar PL'de olmayan ancak tim altkimeleRL'de olan en kuiguk
nesnekimeleri kimesidir. Negatif kenar fonksiyonu, Apdeki apriori_gen()

fonksiyonunun genellennidir ve pl’deki tim nesnekimelerinin ayn boyutta olmas n
bekler, BD" (PL) = apriori _gen(PL ). Fark ise, negatif kenar farkl boyuttaki nesnekiimeler

kimesine uygulanabilirkenapriori_gen() fonksiyonu tek boyuta uygulanr. Adaylar

olu turulduktan sonra, adaylarn saylarn belirlemek icin tueritaban bir kereline
taranr. Eer tim yayg n nesnekimelefL'de ise ve BD (PL )deki hi¢cbir nesnekimesi

yayg n olarak nitelendirilemiyorsa, tim yayg n nesnekiéneoulunmu olur ve algoritma

sonlanr. Bu, tim yayg n nesnekimelerinin bulundw garantiler ¢iink#®L tim L yayg n
nesnekiimelerini iceriyorsa_ (i PL), BD (PL) E PL Apriori’'nin tim aday nesnekiimelerini
icerir. Di er turlt, BD™ (PL yde kacaklar varsa, tim yayg n nesnekimelerinin buluaddan

emin olmak icin baz yeni aday nesnekimeleri say Imalé rbu da fazla bir tane daha
taramay gerektirir. Bu durumdal C PL! A& ise, ilk taramadaki aday nesnekimeleri

Apriori'nin tim aday nesnekimelerini icermez.

Ornekleme tekniini 6rneklemek icin; PL = {{A}, {B}, {C}, {A, B}} olsun. Ik taramada
olu an aday nesnekiimeleBD (PL)E PL = {{A, C}, {B, C}} E {{A}, {B}, {C}, {A B}}

= {{AL {B} {C}, {A, B}, {A, C}, {B, C}}. E  erL = {{A}, {B}, {C}, {A B}, {A, C},
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{B, C}} ise, BD (PL) 'de {A, C} ve {B, C} olarak iki kacak vard r. Apriori'nin biraday
olan ve yaygn olabilecek {A, B, C} nesnekimesi ornekdmin ilk taramas nda
say Imam tr. Bu nedenle 6rnekleme algoritmas {A, B, C} gibinyeaday nesnekiimelerini
saymak icin bir adet daha taramaya ihtiya¢ duyar. Negat@rkéonksiyonunun kagaklara
tekrarlamal olarak uygulanmas yla yeni aday nesnekiméietuoulur.

ekil 4.4 Sampling algoritmas (Dunham veetieri, 2000)

4.3.1.9 DIC (Dynamic Itemset Counting) Algoritmas

DIC, nesnekumelerini 6nceden dlurmaya ve saymaya cal, bu da veritaban tarama
saysn azaltr (Brin, 1997). Veritaban aralkl (intal) hareketler olarak gosterilir ve
aral klar ard | olarak taranr.lk aral ntaranmas sras nda, 1-nesnekimeleritatlulur ve
saylr. Ik aral n sonunda, muhtemelen yayg n olan 2-nesnekimelertunidur. Kinci
aral tararken, oluturulan tim 1-nesnekimeler ve 2-nesnekimeler saykimci aral n
sonunda, muhtemelen yayg n olan 3-nesnekimeleriwllur ve dg¢lncu aral tarama
srasnda 1-nesnekimeler ve 2-nesnekimeler ile birliktel rsaggenellikle, k. aral n
sonunda, muhtemelen yayg n oldn+ 1)-nesnekimeleri olturulur ve sonraki aral klarda
onceki nesnekimeleriyle birlikte say I rlar. Veritaban sonuna ulald nda, veritabann
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batan itibaren yine ele alarak tam olarak say Imamesnekimelerini sayar. Veritaban
taramalarnn as| says aralk boyutuna lbér. E er aralk yeterince kugukse, tum
nesnekimeler ilk taramada diurulur ve tam olarak ikinci taramada saylr. Ayrca,

PARTITION’'da oldu u gibi homojen bir dal ma ihtiya¢ duyulur.

4.3.1.10CARMA (Continuous Association Rule Mining Algorithm) Algoritmas

CARMA, kucuk nesnekimelerinin hesaplanmas n c¢evrimici (ophlmlarak yapar (Hidb,
1999). Cevrimici olarak, CARMA, kullanc ya mevcut birliktelikurallar n gosterir ve
veritaban nn ilk taranmas ndaki herhangi biteinde kullancnn minimun destek ve
minimum glven parametrelerini detirmesini salar. En ¢ok 2 veritaban taramas gerektirir.
DIC’e benzer olarak, CARMA da ilk taramada nesnekimel@diniturur ve ikinci taramada
tim nesnektimelerinin say Imas n bitirir. DIC’ten farlarak, CARMA hareketler tizerinden
gecerken nesnekumelerini olurur. Her bir hareketi okuduktan sonra, ilk olarak hareketin
altkimeleri olan nesnekiimelerinin say lar n arttr rhBaonra, eer nesnekiimesinin mevcut
tum altkimeleri minimum destek derini salayacak ekilde ve veritabannn okunan
boliminde buytkseler, hareketten nesnekiimeleriuwlulur. Bir nesnekiimesinin muhtemel
olarak yayg n olmas n n tam olarak kestirilebilmesi ignesnekimesinin say s icin bir tst
snr hesaplanr. Bu, mevcut says nn toplam ve nesnekiimluturulmadan 6nce olu
say snn tahmin edilmesidir. Olusay s nn (maksimum kacaklar) kestiriimesiemi,

nesnekimesi ilk olduruldu unda hesaplanr.

4.3.1.11FP-Growth (Frequent Pattern Growth) Algoritmas

Aday Uretmeksizin yayg n nesnekimelerinin bulunmas igin tgdmi bir metoddur. Ik
olarak veritaban, yayg n nesneleri temsil edecelkilde FP-Tree (Frequent Pattern Tree —
FP-A ac) denilen aa¢ yapsna sktrlr. Bu a acgta nesnekiimelerinin birliktelik bilgileri
yer almaktad r. Daha sonra, stk Im veritaban artl veritabanlar na bélintr. Her biri

yayg n bir nesne ile ilkilendirilmi tir ve bu veritabanlar ayr ayr madenlenir.

FP-Growth metodu biytk yayg n nesnekimelerini bulma probietekrarl bir ekilde
kucuklerin aratrlmas ve sonrasnda soneklerinin (suffix) bitlelmesi problemine
donatarar. Az tekrarl nesneleri sonek olarak kullanarak iyicBi¢ sa lar. Bu metod arama

maliyetlerini 6nemli dlgtde azaltr.
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ekil 4.5 FP-Growth 6rnek veri seti

Oncelikle veritaban Apriorideki gibi bir kez taranérd-nesnekiimeler bulunur. Yayg n
nesneler destek say lar na gore buyukten kécéralanrlar (F-list = f, ¢, a, b, m, p).
Ard ndan, veritaban bir kez daha taranarak FP-Treguwluur. FP-Tree, yayg n nesneleri
bulmak icin gerekli tim bilgiyi bar nd rr. Yayg n olmayaresneler aacgta bulunmaz ve
destek says daha biyuk olan nesneler kdke daha yak ndrrcaAyFP-Tree as| veri
kiimesinden daha buyuk diglir [10].

ekil 4.6 Yayg n nesnekimelerinden, 6rnek veri seti kubsak FP-Tree'nin oldurulmas
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Oriintuleri bulmak icin yayg n nesneler, f-listesine galt&kiimelere bolinir. Ornek veri seti
icin f-list = f, ¢, a, b, m, p dir. p nesnesi bulunaiiriitiler, m nesnesi bulunan ancak p nesnesi
bulunmayan o6rintuler, ..., ¢ nesnesi bulunan ancakm, p,nesneleri bulunmayan orunttler,

f nesnesi bulunan oruntdler gibi tarama yap larak éréantidlunur.

ekil 4.7 FP-Tree'den elde edilen nesnelll driintiiler

ekil 4.8 m-koullu FP-Tree ve m nesnesi bulunan yayg n nesneler
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ekil 4.9 m-koullu FP-Tree’den yayg n nesnelerin bulunmas [10]

FP-Growth metodu Uzerinde yap lan performans gallar gostermtir ki, algoritma buyuk
yayg n nesnekumelerinin madenlenmesinde etkili ve 6lceklenébi yap dad r ve Apriori

algoritmas ndan daha h zl oldu tespit edilmitir (Han ve Kamber, 2000).
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4.3.2 Paralelve Da tlm (Distributed) Algoritmalar

Gunumuzdeki paralel ve da k algoritmalar n ¢ou Apriori seri algoritmas n baz alr. Zaki
taraf ndan 1999 y | nda yap lan mikemmel bir &rena, algoritmalar yukleme-dengeleme
(load-balancing) stratejisine, mimarisine ve paralglé gore snflandrr. Burada
paralelletirmeye odaklanImtr: veri paralelletirme (data parallelism) veorev paralel-
le tirme (task parallelism) (Chat, 1997ki modelin fark , aday kiimelerinlemciler aras nda
da tlp da tlmad na baldr. Veri paralelletirme modelinde, her bir diim ayn aday
kimelerini sayar. Gorev paralelieme modelinde, aday kiime bolimlendirilir véeimciler
aras nda dat I r ve her bir duim farkl bir aday kiimesi sayar. Buna m@en veritaban n n
teorik olarak iki modelde de bélimlendirilmesi gerekmiBizcok etkili G/C uygulamas nda

genellikle veritaban n n bolumlendirildive i lemciler aras nda dat Id  varsay I r.

1996 ylInda Agrawal taraf ndan onerilen sayma da algoritmas veri paralellérme
modelinde temsili bir algoritmadr. Adaylar tumlemcilerde kopyalanr ve veritaban

i lemciler arasnda dalr. Her bir ilemci, tim adaylar n kendi veritaban bdlmesinde
destek say lar olagerel destek say lan (local support counts) hesaplamaktan sorumludur.
Daha sonra tum lemciler veritaban n n butiniindeki adaylar n toplam desggkles olan
kuresel destek say lar (global support counts), yerel destek say lar yla taklasek (kiresel
azalt m — global reduction) hesaplar. Sonug¢ olarak, yaggsnekimeleri her birlemcide
ba ms z olarak hesaplanr. Veri paraletieme modeli, aa daki ekilde ele al nmtr. Dort
hareket, t¢ lemci aras nda bolimlendirilir; 3 nolulemcide T3 ve T4 hareketleri, 1 nolu
i lemcide T1 ve 2 nolu lemcide T2 hareketleri mevcutturkinci taramadaki ¢ aday
nesnekimeleri her birlemcide kopyalan r. Yerel veritabanlar n n taranmas naamasyerel
destek say lar gosterilir.
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ekil 4.10 Veri paralellgirme modeli (Dunham ve derleri, 2000)

1996 ylnda Agrawal taraf ndan onerilen veri dan algoritmas gorev paraleliBrme
modelinde temsili bir algoritmad r. Veritaban ndaki gilWlag kiimeler ilemciler aras nda
boltimlendirilir ve da t I r. Her bir i lemci, adaylar n sadece bir altklimesi igin kuresel destek
say lar n tutmakla sorumludur. Bu yakla her bir yinelemede iki iletim ¢evrimine ihtiya¢
duyar. Ik ¢cevrimde, ilemcilerden her biri dier tim ilemcilere kendi veritaban bdlmesini
gOnderir. kinci gcevrimde, s radaki yinelemede adaylar hesaplamak igimcilerden her biri
buldu u yayg n nesnekimelerini d&r ilemcilere yay mlar. Gorev paraleltgme modeli,
aa daki ekilde gosteriimitir. DOrt hareket de veri paralelt@mesindeki gibi
boltimlendirilir. Her bir ilemcinin bir aday nesnekimesi icerece ekilde, ¢ aday
nesnekimesi lemciler arasnda bolumlendirilmir. Yerel veritaban tarand ktan ve
veritaban bodlmeleri deer i lemciler taraf ndan yay mland ktan sonra, her bir addyiresel

say s gosterilmtir.
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ekil 4.11 Gorev paralellarme modeli (Dunham ve derleri, 2000)

Veri Paralelle tirme Algoritmalar

Veri paralelletirme modelini benimseyen algoritmalar; CD (Agrawal, 1998RM (Park,
1995), DMA (Cheung, 1996) ve CCPD (Zaki, 1996)'dr. Bu paraleilme algoritmalar
aras nda aday budama veya etkili aday say m teknikleritirt cap cal trImamas ile ilgili
farklar bulunur. CD temsili algoritmas detayl birekilde anlatim olup dier ¢
algoritman n yaln zca ek teknikleri ele al ntr.

4.3.2.1 CD (Count Distribution) Algoritmas

CD tekni inde, D veritaban {D*, D?, ..., D"} olarak béliimlendirilir ven adet ilemci
aras nda datlIr. Farkedilecei Uzere, ilemci saysn belirtmek icin siUperscript, aday
boyutunu belirtmek icinse altscript kullan Irhr. CD’nin i i lemcisindeki program k sm

(1Ei £ p), aa daki ekilde gosteriimitir. Temel olarak tic ad m vardr. 1. ad mdB,
veritaban bolmesindekC, adaylar nn yerel destek say lar bulunur. 2. athmher bir

i lemci tum adaylar n kiresel destek say lar n edtimek icin tim adaylar n yerel destek

say lar n birbiriyle takas eder. 3. ad mda i$¢, kuresel yayg n nesnekiimeleri tan mlanr ve
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her bir ilemcide ba ms z olarakL, Uzerindeapriori_gen() uygulanarakk + 1 uzunluktaki

adaylar oluturulur. Aday bulunamayana dek CD, 1. ve 3. ad mlar arasknatlar.

ekil 4.12 CD algoritmas (Dunham ve drleri, 2000)

4.3.2.2 PDM (Parallel Data Mining) Algoritmas

PDM, do rudan hashing teknini icerecek ekilde CD’nin dei tirilmesiyle olu turulmu tur
(Park, 1995). Hash teknisonraki geciteki baz adaylar budamak icin kullan | r. Apriori'nin

L,’den C, olu turma s ras nda budamdemi yapmamas ndan dolay 06zellikle ikinci geei

kullan Idr. Ik gecite, tum 1-nesnekimelerinin saylmasna ek olarak PDM, 2-
nesnekimelerinin say lar n saklamak igin bir hash tablosutuwlur. Hash tablosunda 2-
nesnekimelerinin kendisinin tutulmas na gerek yoktur, sadedairieovan n (bucket) say s
tutulur. Ornein; {A, B} ve {C}'nin yayg n nesneler olduu varsay | rsa, 2-nesnekiimeler igin
hash tablosunda kova {AB, AD}Yyi kicuk yapmak icin icerir (buvkdaki say minimum
destek saysndan kacuktlr). PDM, hash teige AB’yi 2 uzunluklu aday olarak
olu turmazken, ilk gecten 2-nesnekimeleriyle ilgili hicbir bilgi al namad gibi Apriori
ikinci geci icin AB’yi aday olarak oluturur. k. gecite ileti im igin, PDM hash tablosundaki

k + 1 nesnekimelerinin yerel say lar na ek olarak ddagsnekimelerinin yerel say lar n

takas etmeye ihtiya¢ duyar.
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4.3.2.3 DMA (Distributed Mining Algorithm) Algoritmas

Aday budama tekni ve ileti im mesaj azaltma tekniklerinin eklendiveri paralelletirme
modeli bazl bir tekniktir. Bir nesnekiimesinin yo (hem bir veritaban bo6lmesinde yerel
olarak yayg n hem de tim veritaban nda kiresel olarak ypgtup olmad na karar vermek
ve sonras nda yain yayg n nesnekiimelerinden adaylar tlamak icin her bir ilemcideki
yayg n nesnekiimelerinin yerel saylarn kullanr. Oing A ve B srasyla 1 ve 2 nolu
i lemcilerde youn olsun, bu durumda A kiresel yayg n ve 1 nollemcide yerel yayg nd r
ve B kuresel yayg n ve 2 nolulemcide yerel yayg nd r denir. DMA, AB'yi 2-nesnekiime
aday olarak oluurmazken Apriori, her bir iemcideki yerel say lar dikkate almayacadan
dolay AB'yi aday olarak oluurur. leti im i¢cin, CD’de olduu gibi tim adaylar n yerel

say lar nn yay mlanmas yerine DMA sadece yerel saylar secim yerine (polling site)

gonderir, bu da mesaj boyutu@(p? 'd@n O(p) 'ye di Urir.

4.3.2.4 CCPD (Common Candidate Partitioned Database) Algoritmas

1996 y I nda Zaki'nin 6nerdi CCPD, baz iyiletirmelerle SGI Power Challenge paylal

bir bellek tzerinde CD’nin yurutulmesidir. Paylal bir bellek ortam nda etkili bir ekilde
aday dretiimesi ve saylmas icin teknikler dnerteelr. Yayg n nesnekimelerini ortak
Oneklere (genellikle ilk nesne) gorede er sn flar eklinde gruplandrr ve her bir ée er
snftan adaylar oldaurur. Yaygn nesnekimelerinin gruplandrimas ydaaysn
azaltmazken aday Uretim siresini @htiir. Her bir harekette adaylar n etkili biekilde

say Imas icin k sa-dongull (short-circuited) dikéme kontrol metodunu 6ne sturmektedir.

Gorev (Task) Paralelletirme Algoritmalar

Gorev paralelldirme modelini benimseyen algoritmalar; DD (Agrawaf96), IDD (Han,
1997), HPA (Shintani, 1996) ve PAR (Zaki, 1997)dBu algoritmalar adaylar ve
veritaban n ilemciler aras nda boélilrirler ve adaylar n ve veritaban nn boltnmekli
farkl I klar n olu turur. DD temsili algoritmas detayl birekilde anlatIlm olup dier
algoritmalar n farkl tekniklerine denilmi tir.

4.3.2.5 DD (Data Distribution) Algoritmas

1996 y | nda Agrawal taraf ndan 6nerilen DD teknde adaylar, round-robin tarz nda tiim
i lemciler aras nda boltirdlmi ve da tlm tr. Teknik G¢ ad mdan olur. |k ad mda, her
bir i lemci kendi Gzerinde da Im adaylar n yerel say lar n elde etmek i¢in yeretitaban

b6lmesini tarar. kinci ad mda, tim lemciler kendi veritaban bolmesini dir i lemcilere
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yay mlar ve dier ilemcilerden dier veritaban bé6lmelerini alarak tim veritaban ndaki
kuresel destek say lar n elde etmek igin al nan veritabéahmelerini tararlar. Son ad mda
ise, her bir ilemci kendi aday b6lmesindeki yayg n nesnekiimelerisapkr, tim yayg n
nesnekimelerini elde etmek icin drleriyle takas eder ve sonra adaylar ve bdlmeleri
olu turarark, adaylar tim lemciler aras nda dar. Bu ad mlar, aday uUretemeyene kadar
devam eder. Veritaban bolmelerini yay mlaman n ilgtimaliyeti, iletiim ve hesaplamay
Ust Uste getiren asenkron iletn ile azalt labilir (Agrawal ve dierleri, 1996).

ekil 4.13 DD algoritmas (Dunham ve drleri, 2000)

4.3.2.6 IDD (Intelligent Data Distribution) Algoritmas

IDD tekni i DD uzerinde gelitirmeler iceren bir tekniktir (Han, 1997). Adaylar n ilk
nesnesine ba olarak adaylar ilemciler aras nda bolumlendirir. Bu, ayn ilk nesneli
adaylar n ayn bdlmede bélimlendirileca gosterir. Bundan dolay, her birlemci sadece,

i lemciye atanm nesnelerden biriyle byan altkiimeleri kontrol etme ihtiyac duyar. Bu
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DD’deki her bir ilemcinin her bir hareketteki tim altkimeleri kontrol etgiéi birgok
gereksiz hesaplamay azaltr. Adaylar n yikleme-dengeleoaal-thalanced) dd m n elde
etmek icin adaylar boliumlendirmeye yarayan bir kutu-peket! (bin-packing) teknini
kullan r. Bu teknik, her bir nesne icin belirli nesne ielayan adaylar n say s n hesaplar ve
sonra her bir bdlmedeki aday say st elacak ekilde, aday béimelere nesneleri atamak igin
kutu-paketleme algoritmas n kullanr. Ayr ca, iléth masrafn azaltmak icin bir halka
mimarisini (ring architecture) benimser. Bu, yay mlamaod@odcasting) yerine halkadaki

kom ular aras nda noktadan noktayaamans z iletimi kullanmakt r.

4.3.2.7 HPA (Hash-based Parallel mining of Association rules) Algatmas

HPA, adaylar farkl ilemcilere datmak icin bir hashing tekni kullanr (Shintani, 1996).
Orne in; her bir ilemci, kendisine datIm olan adaylar hesaplamak icin ayn hash
fonksiyonunu kullanr. Hesaplamadaleimciler aras nda boélinmuveritabanlar nda hareket
etmek yerine, ayn hash teknjle hareketlerin alt nesnekiimelerini heddémcilere hareket
ettirirler. Boylelikle, bir hareketteki alt nesnekimesiadet ilemci yerine sadece bir
i lemciye gider. HPA, carp k leme tarz (skew handling) teknyle daha da geltirilmi tir
(Shintani, 1996). Carpk leme tarz teknik, her bir lemcide kullan labilecek ana haf za
olmas durumunda her birlemciye duen iin daha orant| olmas icin baz adaylarn

kopyalanmas dr.

4.3.2.8 PAR (Parallel Association Rules) Algoritmas

PAR, farkl adaylar boélme ve saymada kullan lan bir grup &lgadan oluur (Zaki, 1997).
Do al yatay veritaban bdlmelerine (hareket listeleri) kardikey veritaban bdlmeleriyle
(her bir nesnenin TID listesi) carlar. Veritabanlar igin dikey organizasyonu kullanarak
nesnekimesindeki nesnelerin TID listelerinin kiesiyle bir nesnekiimesinin hesaplanmas
daha kolay yap Imaktadr. Buna raen, veritaban yatay olarak dizenlersei dikey
bolmelere donliumu gerekmektedir. Veritaban ,zamanl| azaltmak icin kopyalanabilir.
Par-Eclat ve Par-MaxEclat algoritmalar adaylarknnesnelerine ba olarak eitlik snfn
kullan rken, Par-Clique ve Par-MaxClique algoritmalar ydaila bolumlendirmek icin
maksimum hipergraf grubunu (hypergraph clique) kullanr. Higdtayr ke (vertex) bir
nesnedir, k kéesi aras ndaki kenar, k késiyle ilgili nesneleri iceren nesnekiimesidir ve bir
grup birbiriyle bal tim ko eleri iceren alt-graftr (sub-graph). Par-MaxEclat Rar-
MaxClique algoritmalar nn bir 6zelli azami (maximal) nesnekimelerini (drlerin
altkimesi olmayan nesnekimeleri) bulmas d r. Nesnekiigagsm alt-yukar (bottom-up),

Ust-aa (top-down) veya melez (hybrid)eklinde vyap labilir. Algoritmalar, adaylar
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bolumlendirmek icin yayg n 2-nesnekimelerine ihtiya¢ dayatek (eitik snf veya
hipergraf grubu ile), tim 2-nesnekimelerdeki ahlar elde etmek i¢gin 6iem ad mn

kullan rlar.

Di er Paralelle tirme Algoritmalar

Tam manasyla iki model arasnda snflandrlamayamz b er paralel algoritmalar
mevcuttur. ki modeldeki benzer fikirleri paylanakla beraber ayr 6zelliklere de sahiplerdir.
Bu sebeple bu algoritmalar, @r paralelletirme algoritmalar olarak bolimlendirilntir. Bu
paralel algoritmalar; Candidate Distribution (Agrawa96), SH (Harada, 1998) ve HD
(Han, 1997)dir.

4.3.2.9 Candidate Distribution Algoritmas

Agrawal taraf ndan 1996 y | nda Onerilen aday tlen (candidate distribution) algoritmas,
CD ve DD’deki ezamanl | k ve iletiim ek yukuna azaltmak icin gefirilmi tir.

4.3.2.10SH (Skew Handling) Algoritmas

Harada taraf ndan 1998 ylInda Onerilen SH algoritmas nda,0Apsiral algoritmas ndan
farkl olarak, adaylar 6nceki yayg n nesnekiimelerindenaulmazlar. Bunun yerine her bir

i lemcideki veritaban bélmelerini tararken bas z olarak oluturulur.

SH, Apriori'den farkl bir algoritma tzerine kurulmgibi goriinse de, Apriori'ye ¢ok yak n

bir algoritmad r.

4.3.2.11HD (Hybrid Distribution) Algoritmas

HD, 1997 yInda Han taraf ndan onerilnolup, iki modelin birleimidir. p i lemcilerininr
satrlar vep/r kolonlar olarak iki boyutlu ekilde dizenlendini varsayar. Veritabanp

i lemcileri aras nda @& olarak bolumlendirilmitir.
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ekil 4.14 Birliktelik algoritmalar n n s n fland r ImagDunham ve dierleri, 2000)

4.4 Birliktelik Kural Algoritmalarnn Kar  la trlmas

Veritaban n n herhangi bir taranmas nda say lan adaylar miagay s na bak larak alan
ihtiyac tahmin edilebilir. Zaman ihtiyac n belirletécin gereken veritaban taramalar n n
azami say s n n (G/C tahmini) ve kda t rma i lemlerinin azami say s n n (emci tahmini)
say Imas gerekir. Birgok hareketsel veritabanlar n naktidisklerde saklanmas ndan ve G/C
ek yuklerinin ilemci ek yuklerinden daha o6nemli olmasndan bu yana, barita n
butininde yap lan tarama say lar na odaklantim A¢ kca, veritaban ndaki her bir hareketin
tum nesneleri icermesi en kott durumdur. Her bir hareketteknen saysm ve D

veritaban ndakik-nesnelerini iceren yayg n nesnekimelégi olarak ifade edilmek tzere,
yayg n nesnekimeleri say 2" kadardr. Seviye-mant (level-wise) tekniklerde (AIS,
SETM, Apriori, ..., vb.), veritaban n n ilk taranmsas ras nda tinl, yayg n nesnekimeleri
elde edilmi olur. Benzer ekilde, timL, yayg n nesnekimeleri ikinci tarama s ras nda elde
edilir ve bu ilem boyle devam edem. taramadal, nesnekimesi elde edilir. Yaygn

nesnekimelerine ek giker olmad nda ek taramaya gerek kalmayacaigin tum

algoritmalar sonlan r. Bu nedenle, tim veritabanfazla (n+1) kez taran r. Apriori-TID tim

veritaban n ilk gecie tarar. Sonras ndek#1). gecite tim veritaban yeriné?k’y kullanr.
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Buna ramen, kotd durumlarda her zaman yard mc olamaz. Bunun netlami ilem
sras ndaC_k’n n tim hareketleri nesneleriyle birlikte icermesidir. & taraftan, OCD
tekni i algoritman n banda L, yayg n nesnekiimelerini elde etmek i¢in tim veritaban n bir
kereli ine tarar. Sonra, OCD ve Sampling tim veritaban n n sadgcbdlimunt vel, 'n n

aday nesnekimelerini bulmak icid <€ k £ m) ilk gecite elde edilen bilgiyi kullan r.kinci
taramada, her bir aday nesnekiimesinin destekrohe hesaplar. Bu nedenle, verilen yeterli
ana bellekte en kot durumda iki tarama olur. PARTITION telde, veritaban taramalar n
ikiye indirerek G/C ek yukuni azaltr. Benzeekilde, CARMA en cok iki veritaban

taramas na ihtiyac duyar.

Bir algoritmann iyili i, gelitirdi i “do ru” adaylarn saysna badr. Daha 6nce de
belirtildi i gibi, tim algoritmalar aday kimeleri oturmak igin dnceki geclerde oluan
yayg n nesnekimelerini kullanr. Aday nesnekimelerini taltmak icin bir 6nceki
nesnekimelerinden olwrulmu yaygn nesnekimeleri ana beke alnr. Aday
nesnekimeleri, destek delerinin say Imas icin ana bellekte olmaldr. Belh yetersiz
gelmesi durumuna binaen farkl ¢élikte tampon (buffer) yodnetimi ve depolama

mimarilerine imkan veren cili algoritmalar vard r. AIS,L, ,’in ihtiya¢ durumunda diskte

kalmas n 6nermtir. SETM, e er C_k ana bellekte yer alamayacak kadar buyukse, FIFO (first
in first out) tarz nda bellee yaz Imas n 6nerntir. Apriori ailesi, L, ,’in diskte saklanmas n

ve C.'y bulmak igin bir bloun ana bellee alnmas na denmi tir. Buna ramen hem
Apriori-TID hem de Apriori-Hybrid'de C,, destek deerlerinin hesaplanmas i¢in ana

bellekte olmal d r. Dier yandan, tim der teknikler bu problemlerle batmek icin yeterli
belle in oldu unu varsayarlar. Der tim sral teknikler (PARTITION, Sampling, DIC ve
CARMA) ana bellekte yer kaplayabilecek kadar tim veritabanetverili bir bélumunin
bulunmas na odaklan r. Apriori ailesi, yayg n nesnekiméerihash aac veya dizisi (hash
tree or array) gibi uygun veri yap lar 6nertiri Buna ramen AIS ve SETM, herhangi bir

depolama mimarisi 6nermertir.

Birgcok ticari ekilde uygulanabilir araclar, birliktelik kurallar olwrmak igin Apriori

tekni ini baz al rlar.

Baz algoritmalar belirli durumlar alt nda kullanmak igin nsalerece uygundur. AIS,
veritaban ndaki nesnelerin ¢ok biyik say da olmas durumundaliymnaz. Bundan dolay
AIS, kicuk ilemsel veritabanlar i¢in uygundur. Daha 6nce de bahsedildere, Apriori ilk

gecilerde Apriori-TID’e oranla kiguk calma surelerine ihtiya¢ duyar. DBar yandan,
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Apriori-TID sonraki gecilerde Apriori'ye gore daha iyidir. Bundan dolay uygun glkegi
Apriori-Hybrid en iyi performans gdstermektedir. Bunamen, Apriori'den Apriori-TID’e
geci cok 6nemli ve ek yik getiren birtr. OCD, tahmini teknik olmas na renen, duuk
destek ek de erlerindeki yayg n nesnekiimelerini bulmakta ¢ok etkindAR®A, kullan c

etkile imli, geridontim tabanl online bir tekniktir ve hareket dizilerinin birdan okunmas

s ras nda etkilidir.

A a daki tablo, bahsedilen gdi algoritmalar n k saca karda trlmasna k tutmakta ve
Ozetlemektedir. Bu tablo azami tarama say s n, Geenderi yap lar n ve baz ac¢ klamalar
icermektedir.



Cizelge 4.2 Algoritmalar n kada tr Imas (Dunham ve derleri, 2000)
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5. UYGULAMA

Bu bo6lim, tez ¢calmas nda kullan Imak tzere Migros Turk T.A.Genel Mudurlit’'nden
talep edilen 6rnek veri seti Uzerindeki analizleri, akallegal malara destek olmas
ac s ndan internetten eirne a¢k olan BMS-WebView-1 ve BMS-WebView-2 verileri
Uzerindeki analizleri ve Transact SQL kullan larak hanan algoritmalar n bu drnek veriler
uzerindeki kar la t rmal sonuglar n icermektedir. Ornek veri setinderikizlik kurallar n n
elde edilmesi icin aday uretimli bir algoritma olan Apridei aday Uretimsiz bir algoritma
olan FP-Growth algoritmalar kullan Intr.

5.1 Ornek Veri Setleri

5.1.1 Migros Kadir Has Ma azas Veri Seti

Migros Kadir Has Maazas 'na ait drnek veri seti, 01.May s.2007 ve 31.May s.200Mead
aras nda elde edilmiolan bir ayl k market alveri verisini icermektedir. Talep sonras nda
Microsoft Excel format nda payldan 9,25 MB buyuklitundeki veri 82902 adet kay ttan
olu maktad r. Bu veriye ait 6rnek gorintuleekil 5.1 ve ekil 5.2’de goriulmektedir.

ekil 5.1 Migros Kadir Has Maazas 'ndaki market aleri lerine ait 6rnek veri seti -
Sheetl (1 - 60000 aras kay tlar)
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ekil 5.2 Migros Kadir Has Maazas 'ndaki market aleri lerine ait 6rnek veri seti -
Sheet2 (60001 - 82902 aras kaytlar)

Migros verisinin her satrnda migri hesap numaras,lem tarihi, ilem yap lan kasa
numaras, gunlik lem numaras, lem saati, alnan drin numaras, alnan Urinin ad,

adet/kg, tutar ve ilgili lem numaras nda yap Imtoplam harcama bilgileri bulunmaktad r.
Veriye ait bal ca 6zellikler unlard r:
82902 adet sat rdan olmaktad r.

01.05.2007 Sal — 31.05.2007 Rmmbe tarihleri aras ndaki aleri bilgilerini

icermektedir.
6401 adet hareketten (transaction — birlikte al nrigani) olu maktad r.

8939 adet Uriinden olmaktad r. Bu Urlnlerden daha sonra 574 adet Urin kategorisi

elde edilmitir.
1273 adet farkl mieri numaras ve 9 adet farkl kasa numaras yer ahmolakt

En erken yap lan aleri saat 10:05'te (03.05.2007), en gec¢ yap lanvati saat
22:08'de (03.05.2007) gercekiai tir.

720 adet farkl ilem numaras 1 — 1364 aras ndaidmektedir.
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5.1.2 BMS-WebView-1 ve BMS-WebView-2 Veri Setleri

BMS-WebView-1 ve BMS-WebView-2, veri madencili alan nda yap lan akademik
cal malara destek olmas a¢ s ndan, internettemneei a¢ k olan, iki e-ticaret web sitesinden
elde edilmi sat verileridir. Her iki veri de metin dosyas nda bulunmaki sat fi
numaras ve urtin kodunu iceren iki kolondan olaktad r. ekil 5.3 ve ekil 5.4’te bu iki

verikimesine ait kiiguk birer 6rnek gorulmektedir.

Bu iki veriden de birliktelik kurallar elde edileceden dolay, verilerin veritaban na
aktar Imas n n ard ndan, sadece tek driin iceremdimaralar na ait sat rlar silinmiolup,

bolim 3.1.2'de bahsedilen verilerin haz rlanmas ildiiigintemler uygulanmt r.
Veritaban na aktar Im BMS-WebView-1 verisine ait baca 6zellikler unlard r:

116704 adet sat rdan omaktad r.

26667 adet hareketten (transaction — birlikte al niieani) olu maktad r.

497 adet farkl urtn icermektedir.

Fi numaras aral 1 — 60067'dir.

Urtin Kodu aral 1902 — 4929'dur.

2498 adet ile en fazla te gegen urtin 2399'dur.

1204 adet ile en fazla fe gecen 2-nesnekimesi {3996, 4002} dir.
BMS-WebView-2 verisine ait baca 6zellikler ise unlard r:

333385 adet sat rdan olaktad r.

52619 adet hareketten (transaction — birlikte al niieani) olu maktad r.

3335 adet farkl Griin icermektedir.

Fi numaras aral 1 — 79455'dir.

Urtin Kodu aral 8284 — 80004'tur.

3412 adet ile en fazla fe gegen Urtin 8284'tur.

1501 adet ile en fazla fe gecen 2-nesnekiimesi {8307, 8309} dur.
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ekil 5.3 BMS-WebView-1 drnek veri seti — 149639 sat r

ekil 5.4 BMS-WebView-2 drnek veri seti — 358278 satr
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5.2 ADDM Veritaban

5.2.1 Veritaban n n Olu turulmas ve Ornek Veri Setlerinin Veritaban na Al nmas

Excel format ndaki Migros verisinin ve txt uzant| BMgerilerinin Gzerinde iem ve
sorgulamalar yap p, Transact SQL dili ile yaz Imlgoritmalardan sonuclar alabilmek ad na
Microsoft SQL Server 2005’e ait SQL Server Managemeatli8t(SSMS) tzerinde ADDM
veritaban oluturulmu tur. Veritaban n n ismi “Ayhan Ddi Data Mining” kelimelerinin ba
harflerinden gelmektedir.

ekil 5.5 SQL Server Management Studio’da tlawlmu olan ADDM veritaban

Excel format ndaki Migros verisini ve txt uzant| B3/ verilerini ADDM veritaban na
alabilmek igin dncelikle, Excel'deki kolon sras n vem&ndirmelerinin benzerini icerecek
ekilde t_migros_kadir_has isimli bir tablo ve BMS-WebVidwve BMS-WebView-2
verilerini icerecek olan t_bms_webview_1 ve t bms_webview_2 tablolarturulmu tur.
t_migros_kadir_has tablosunda Hesap No, Tarih, Kasa Non Isle, Saat, Urun_No,
Urun_Adi, Adet_Kg, Tutar, Harcama isimli kolonlar yer akted r. Yap lar benzer olan
t bms_webview_1 ve t bms_webview_2 tablolar nda ise sat_id ve urun_loolako

bulunmaktad r. Tablolar n yap sekil 5.6 ve ekil 5.7’de gorilmektedir.
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ekil 5.6 ADDM veritaban ndaki t_migros_kadir_has tablosuyams

ekil 5.7 ADDM veritaban ndakit_bms_webview 1 ve t bms_webview 2 |tabin
yap s

Olu turulan t_migros_kadir_has tablosuna Excel format ndakinin, t_bms_webview_1 ve
t bms_webview_2 tablolar na da txt uzant! verilerin atlabdmigin, farkl kaynaklar
aras nda veri aktar mna imkan veren (ETL — Extracgn$form, Load) Microsoft SQL

Server Integration Services (SSIS) kullan finn.

Yap lacak aktar m lemini tasarlamak icin SQL Server Business IntelligeDegelopment
Studio’da ADDMSSIS isimli bir Integration Services Prajedu turulmu tur. Proje iginde
SSIS Packages altnda drulan pMigrosSatis.dtsx’'te, Excel ve SQL Server 2005
Veritaban balant lar n salamak icin balant nesneleri oluurulmutur. Ayn ekilde,
pBMS.dtsx icinde de Flat File (txt, csv, ... uzant| dalay icin) ve SQL Server 2005

Veritaban balant lar n salamak i¢in balant nesneleri oluurulmu tur.
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ekil 5.8 ADDMSSIS projesinde yer alan
Excel, Flat File ve SQL Server 2005 Veritaban laat nesnelerinin yap land rmas

Ard ndan, bu balant nesnelerini kullanarak Excel'deki Migros 6rnek v&tinin bulunduu
Sheetl ve Sheet2’nin t_migros_kadir_has tablosuna at igiaski adet Data Flow Task ve
icerikleri tasarlanmt r. pMigrosSatis.dtsx package’ n n yap skil 5.9, ekil 5.10 ve ekil
5.11’de verilmitir.

Metin format ndaki BMS veri setlerini t_bms_webview_1 vérms_webview_2 tablolar na
almak icin ise, pBMS.dtsx package’ tasarlarimve yaps ekil 5.12, ekil 5.13 ve ekil
5.14'te gorulmektedir.

pMigrosSatis.dtsx ve pBMS.dtsx, tasarland ktan sonra wWaagal trim tr ve Excel
dokiman ndaki veriler t_migros_kadir_has tablosuna, txt uzasbkimanlardaki veriler

t bms_webview_1 ve t_bms_webview_2 tablolar na al hm
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ekil 5.9 pMigrosSatis.dtsx package’ icinde yer alan do&v Task’ler ve balant lar

ekil 5.10 pMigrosSatis.dtsx’teki Data Flow Task SheetXeriii



68

ekil 5.11 pMigrosSatis.dtsx’teki Data Flow Task Sheet2’namii¢

ekil 5.12 pBMS.dtsx package’ icinde yer alan Data FlowkTexsve ba lant lar
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ekil 5.13 pBMS.dtsx'teki Data Flow Task - BMS WebViewnligeri i

ekil 5.14 pBMS.dtsx'teki Data Flow Task - BMS WebView 2ingeri i
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5.2.2 Migros Veri Setindeki Uriinlerin Kategorik Hale Getirilme si ve Veritaban na

Al nmas
Migros veri setinden daha anlaml birliktelik kurallar elel@gebilmek icin 8939 adet Grinun
kategorik hale getirilmesi gerekmektedir. Bundan dolay , @rtinir Excel dokiiman nda Grin
numaras na gore dizilerek kategorik hale getiritmi Her bir Grin tek tek gbzden
gegirilmi tir ve ilgili Griiniin yan na Uriin Kategori Ad yaz Inar.  ekil 5.15'de dokiiman n

ornek ekran goruntist bulunmaktad r.

ekil 5.15 8939 adet uruniun kategorik hale getirilmesi

Olu turulan kategorik drtnler listesini ADDM veritaban nda tutmala it_urun isimli bir

tablo tasarlanmt r.

ekil 5.16 ADDM veritaban ndaki t_urun tablosunun yap s
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Daha sonra, Excel'deki 6rnek veri setinin t_migros_kads_tadlosuna al nmas nda oldu
gibi, ADDMSSIS projesi altnda pMigrosUrunKategori.dtsx m#ii yeni bir package

olu turulmu tur.

ekil 5.17 pMigrosUrunKategori.dtsx package’ icinde yer alata@dow Task ve
ba lant lar
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ekil 5.18 pMigrosUrunKategori.dtsx'teki Data Flow Task’ efigi

pMigrosUrunKategori.dtsx tasarland ktan sonra ¢alm tr ve Excel'deki kategorik Griin
verileri t_urun tablosuna al nnir. Boylelikle, 8939 adet Uriin 574 adet kategoriye ayr larak,

daha anlaml birliktelikler ve kurallar olturulmu tur.



73

5.2.3 ADDM Veritabannn Yap s

ADDM veritaban D:\SQLData dizini alt nda bulunan, Pamy filegroup unu kullanan
ADDM_Data.mdf ve log bilgilerinin yer ald ADDM_Log.ldf dosyalar nda tutulmaktad r.
Veritaban nda kullan lan veritaban nesneleri belirli lapya gére adland r Imt r. Tablolar
icin “t_", stored procedure lar i¢cin “sp_", fonksiyonlar icim“f’, indeksler i¢in “IX_", ..., vb.
On ekleri kullanIm tr. ekil 5.19 ve ekil 5.20'de, tasarlanm tablo, stored procedure ve
fonksiyonlar gorulmektedir. Ayr caekil 5.21 ile ekil 5.27 aras nda, tablolar n kullan m
alanlar na goére gruplandr Imolarak bulunan tablo yap lar ve ofurulmu ili kiler ile

ornek stored procedure ve fonksiyonlardan kesitler yer almakta



74

ekil 5.19 ADDM veritaban tablolar (36 adet)
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ekil 5.20 ADDM veritaban stored procedure ve fonksiyonlar
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ekil 5.21 Excel ve metin dosyalar ndaki bilgilerin aktar ,

ham verilerin bulundw tablolar



77

@ 1 @ 1 © @ 1
O F% | F% "o F%
% % %
! ! !
@ 1 @ | c @ 1
%F % %F % %F %
=09 F% loof F% LS Fo%
e F% 0| F% e F%
$$% $ % $ $%
1 @ { c @ |
‘g ‘g F% ‘g F%
DIE % DI4E % DUE
$$% $$% $ $%
@ 1 @ 1 c @ !
F % D34 4E F % D34 4E F % D34 4E
F% DIE F% DI4E F% DUE
9 F % = F % = F%
!
@ 1 @ !
F% O | %F %
% — F%
F%
$ $% $ $%
@ 1 @ 1
F% — F % D34 4E
% DUE F% DI4E
0| F%
# #
@ 1 1 Cc @ 1
F% F%
fb % D34 4E ’—Gb % D34 4E fb % D34 4E
oo F F% =9 F F% oo F F%
% FI % FI % FI

ekil 5.22 Ham verilerin bulundw tablolardan tiretilmi

algoritmalara veri sdayan tablolar
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ekil 5.23 Algoritmalar n galmas esnas nda kullan lan,

sonuglar n ve birliktelik kurallar n n bulundu tablolar
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ekil 5.24 Algoritmalar n galmas esnas nda ve
birliktelik kurallar olu tururken kullan lan gegici tablolar
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ekil 5.25 sp_apriori stored procedure’inden bir kesit
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ekil 5.26 sp_fpgrowth_executesql stored procedure’linden bir kesi
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ekil 5.27 fn_fpgrowth_bul_fpg_id_by nesne_ust_fpg_id isimli foyks

Excel'deki veri seti bilgilerini iceren t_migros_kadia$ tablosundan faydalanarak,
hareketsel (transactional) sédr icerecek t_migros_satis ve her bir satait al nan Grinler
ve detaylar n icerecek t_migros_satis_detay tablolessartanm tr. Boylelikle, Excel'de
tekrar eden Hesap_No, Tarih, Kasa_No bilgilerinin tekilljunique) kullan larak, ilgili
tarihteki ilgili sat numaras ana bilgileri, t _migros_satis tablosunda tatulmu tur.
t_migros_satis_detay tablosuna ise, ilgili sathumarasnda alnm drtnler, sat
numaralar yla birlikte ilenmi tir. Migros verisi Uzerinde yap lan bulemlerin benzeri, BMS

verileri icin de uygulanmt r.

ekil 5.22’de yer alan sat sat detay, Urtn, Urin kategori tablolarnn yaplar ayndr.
Boylelikle, birliktelik kurallar ¢ kar lacak olan veri gadeki bilgiler, t_satis, t_satis_detay,
t urun ve t_urun_detay tablolar na sp_veri_sec stored procedymedm yla aktar|r ve
algoritmalar caltrlr. Sat ve sat detay bilgileri kullan larak her bir veri seti igin
olu turulmu ve ancak veri seti deti inde batan oluturulmas gereken FP-Tree yap larn
bulunduran tablolar vard r. Bu tablolar n amac, veri deti medi i middetce sabit kalacak
olan FP-Tree yap s n n tekrar olurulmas n ve zaman kayb n 6nlemektir. Ayekilde bu

tablolardaki veriler de, sp_veri_sec stored procedure’itcadl nda t_ass_fpgrowth_tree
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tablosuna aktar | r.
Tablolar doért gruba ay rmak mumkundur:

Excel ve metin dosyalar ndaki bilgilerin aktar I[d ham verilerin bulundw tablolar
( ekil 5.21)

Ham verilerin bulunduu tablolardan tiretilmj algoritmalara veri sdayan tablolar
( ekil 5.22)

Algoritmalar n ¢al mas esnas nda kullan lan, sonuclar n ve birliktelik kuradlar
bulundu u tablolar ( ekil 5.23)

Algoritmalar n ¢al mas esnas nda ve birliktelik kurallar ofururken kullan lan

gegici tablolar (ekil 5.24)

Stored procedure’ler, algoritmalar n ¢catas ndan 6nce veri Sayan ve performans arttr c
bir grup ile algoritmalar iceren operasyon grubu olmak Uzergruptur. Fonksiyonlar ise,
operasyonel stored procedure’ler taraf ndam ¢a
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5.3 Algoritmalarn Cal trlmas

Uc 6rnek veri seti tizerinde ddeém yapabilen Apriori ve FP-Growth algoritmalar , T-SQL
kodlar kullan larak kodlanm stored procedure’lerde yer almaktad r. Bu stored procedure’le
cal rken belirli bir sray takip ederlerlk olarak sp_veri_sec stored procedure’iine ‘migros’,
‘omsl’ veya ‘bms2’ parametrelerinden biri verilerek, biikk kurallar n n ¢ kar Imas
istenen veri seti hazr edilir. Ardndan, veri seti rizde cal trimas istenen ve kural
Uretilecek olan stored procedure’ler ¢t I r. Apriori algoritmas n n ¢calmas ve kurallar n
olu mas igin srasyla sp_apriori ve sp_apriori_kural stored qo’leri ¢altrlr. FP-
Growth icin ise s ras yla sp_fpgrowth ve sp_fpgrowth_kural stprecedure’leri caltr | r.

Algoritmalar n sonuglar Uretmesini ve kurallar n ohas n salayabilmek icin, stored
procedure’lere @pn_min_sup isimli, decimal(5,3) tipli paraereh verilmesi gerekmektedir.
Bu parametre 4,317 gibi yuzdesel bir deolabilir ve bu ytzdesel deri kullanarak sonuglar
ve kurallar oluturulur. Ornein, Migros verisi 6401 adet hareketten ohaktadr.
@pn_min_sup = 15 deri igin, 6401 * (15 / 100) = 960 adet hareket e sahip hicbir birliktelik
olmad ndan dolay kural olumaz. Ornek veri setleri dikkate al nchda, @pn_min_sup
parametresine verilmesi gereken en buyukedeMigros verisi i¢cin 14,989 (959 adet), BMS1
verisi i¢in 4,516 (1204 adet) ve BMS2 verisi i¢in de 2,853 (1501 adeglalr. Ayr ca veri
setlerinin  buyudklitu dikkate alnd nda, @pn_min_sup parametresine kuguk edier

verilmesi durumunda llem surelerinde ciddi artar oldu u g6zlenmektedir.
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5.4 Algoritmalarn Kar la trImas

5.4.1 Yontem Farkl | klar na Gore Kar la trma

Apriori, aday Uretimli bir metod olup, veritaban ndaki hatéke g6z 6ninde bulundurmadan
veritaban Uzerindeki bir Onceki getg yaygn olarak belirlenmi nesnekiimelerini
kullanarak, bir sonraki geg¢e say lacak olan aday nesnekimelerini wicur. Ana mant
yayg n bir nesnekimesinin alt kiimelerinin de yayg n olmaseldié idir. Bu nedenle k
nesne iceren adaylar, (k-1) nesne iceren yaygn nesnekimiel birle tiriimesiyle
olu turulur. Bu ilemler, daha fazla aday nesnekiimesi elde edilemeyene $(aéar

FP-Growth ise, adaylar uretmeksizin yayg n nesnekumétebulunmas icin geltirilmi  bir
metoddur. Veritaban ndan, yayg n nesneleri temsil edeeékde FP-Tree denilen ag
yap s elde edilir ve bu sayede veritabann taramalaayazalt Im olur. FP-Tree'de
nesnekimelerinin birliktelik bilgileri yer almaktad r. Bu tod arama maliyetlerini dnemli

Olctide azaltr.

FP-Growth metodu Uzerinde yap lan cadalar sonucunda, algoritmann buyik yayg n
nesnekimelerinin madenlenmesinde etkili ve olgeklenebilir &p da olduu ve Apriori
algoritmas ndan daha h zl oldu tespit edilmitir.

5.4.2 Performans Farkl | klar na Gore Kar la t rma

Bu tez cal mas nda uygulanan iki algoritman n da farkl ydntemledadarhas ndan dolay
farkl cal ma sureleri vard r. Veritaban n kullanma ve tarami ile ald klar parametreler
farkl d r. Ancak, ayn destek derleri icin eit say da yayg n nesnekimeleri bulmalar ndan

dolay, birliktelik kurallar oluturma yontemleri benzerdir.

ki algoritmadan da ornek veri setleri Gzerinde elde edslenuclar aa da belirtilmi tir.
Algoritmalar Microsoft SQL Server 2005'te T-SQL ile koadfa olup, Intel Pentium 1.73
GHz i lemci ve 1GB RAM kapasiteli Microsoft Windows XP Professl i letim sistemine

sahip bir bilgisayar Gzerinde test ediltiri
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Cizelge 5.1 Algoritmalar n Migros verisi Uzerindeki k& t rmal sonuclar

ooty | ek | ten | oesnoume |G masyeln
15,00 960 0 0 5 2
14,00 896 4 2 6 4
13,00 832 4 2 15 6
12,00 768 8 2 17 7
11,00 704 10 2 18 6
10,00 640 18 2 18 6
9,00 576 28 2 30 10
8,00 512 42 2 48 13
7,00 448 72 3 105 16
6,00 384 136 3 186 22
5,00 320 268 3 103 33
4,00 256 558 4 171 52
3,00 192 1618 4 404 546

ekil 5.28 Algoritmalar n Migros verisi tzerindeki
ilgili destek deerlerinde toplam c¢alma surelerini gosteren grafik
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5.4.2.2 BMS-WebView-1 Verisi Sonuglar

Cizelge 5.2 Algoritmalar n BMS-WebView-1 verisi Gzerinde&r la t rmal sonuglar

e en(h) | Seys | Kur Says | nesnekume | e
5,00 1333 0 0 8 3
4,50 1200 2 2 9 2
4,00 1067 2 2 10 2
3,50 933 2 2 17 3
3,00 800 6 2 33 5
2,50 667 12 2 76 8
2,00 533 28 2 175 13
1,50 400 58 3 403 20
1,00 267 184 3 717 32

ekil 5.29 Algoritmalar n BMS1 verisi Gizerindeki
ilgili destek deerlerinde toplam c¢alma surelerini gosteren grafik
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5.4.2.3 BMS-WebView-2 Verisi Sonuglar

Cizelge 5.3 Algoritmalar n BMS-WebView-2 verisi Gzerindeér la t rmal sonuglar

e en(h) | Seys | Kur Says | nesnekume | e
3,00 1579 0 0 70 3
2,75 1447 2 2 72 3
2,50 1315 4 2 106 4
2,25 1184 8 2 141 6
2,00 1052 12 2 198 8
1,75 921 30 3 374 14
1,50 789 58 3 571 16
1,25 658 124 3 1120 26
1,00 526 350 4 743 39
0,75 395 1132 5 1725 89
0,50 263 6242 6 6264 399

ekil 5.30 Algoritmalar n BMS2 verisi Uzerindeki
ilgili destek deerlerinde toplam c¢alma surelerini gosteren grafik
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5.4.3 Farkl Veri Setlerine Gore Kar la t rma

Bu cal mada, Ozelliklerinden daha 6nce bahsedilen g farkl sedr kullan Im tr ve her
veri setinden farkl sonugclar elde ediltm. Veri setlerinin sat r say lar, hareket say lam{in
say lar, ... vb. farkl olduwundan dolay, ayn algoritmalarn bu farkl veriler Uzerkide
sonuglar da farkl olmuur. Ozellikle Urtin cetlili i, Gretilen yayg n nesnekiimelerinin ve

kurallar n n say s n ve ¢alna surelerini da tirmi tir.

5.4.4 Yayg n Nesnekiumelerine Gore Kar la t rma

Her iki algoritma da, ayn veri seti ve ayn destekafeicin e it say da yayg n nesnekiumeleri
olu turur. Ornein, 6401 hareketten olan Migros verisine %10’luk bir min_supil de eri
verildi inde, 640 ve uzeri harekette birlikte alnmolan trtnler belli olduundan, iki
algoritman n da bu Urdinleri yayg n nesnekiimeleri olarak dondiirme&lenir.

5.45 E ik Destek De erlerine Gore Kar la trma

E ik destek deerine gore algoritmalar n cama sureleri farkl | k gostermektedir. min_sup
de eri ne kadar kucuk segilirse, olurulacak yayg n nesnekiimelerinin say s Jem suresi
de o kadar fazla olur. Ayn veri seti Uzerinde iki algoaymkar la t rabilmek i¢in parametre
olarak ayn min_sup deri verilmelidir. Bu parametre 4,317 gibi ytuzdesel bir eteolabilir
ve bu yizdesel deri kullanarak yayg n nesnekiimeleri ve kurallar tloulur. Ornein,
Migros verisi 6401 adet hareketten ohaktad r ve min_sup =5 deri igin, 6401 * (5 / 100)

= 320 adet hareket e sahip yayg n nesnekimeleri bulunarakedikliktirallar oluturulur.

Uygulamada kullanlan 6rnek veri setleri dikkate almoda, min_sup parametresine
verilmesi gereken en blyuk d&, Migros verisi icin 14,989 (959 adet), BMS1 verisi igin
4,516 (1204 adet) ve BMS2 verisi icin de 2,853 (1501 adet) olmal drrcaAyeri setlerinin
buyukli G dikkate al nd nda, min_sup parametresine kicuk elder verilmesi durumunda

i lem surelerinde ciddi artar oldu u gézlenmektedir.

min_sup deeri buyuk verilirse, veri setinden 6nemli bilgiler tgmbilecek olan baz
birliktelikler elde edilmeyebilir. min_sup deri kicuk verilirse, yontem karméla r, stre
uzar ve ¢ok fazla say da yayg n nesneler kimesi ve kuraluur. Ayr ca tek bir destek
de erinde cal mak da doru de ildir, farkl destek deerlerinden al nacak sonuclara gore

kurallar de erlendirilmelidir.
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5.5 Uretilen Birliktelik Kurallar

Daha oOnce de bahsedildi Gzere, birliktelik kural madencili iki temel ad mdan
olu maktad r. Iki, yayg n nesnekiimelerinin bulunmas d r. Bii ise, yayg n nesnekimelerini

kullanarak birliktelik kurallar n n bulunmas d r.

Algoritmalar icin as | karla trma kriteri, birinci ad m gerceklérme aamasd r. kinci
adm ise ortak bir prosedur ile gercekiglebilir. Birinci ad mda Uretilen yaygn

nesnektmeleri ilgili prosedure girdi olarak verilir velikielik kurallar elde edilir.

Bu cal mada uygulanan algoritmalarn, ayn verikimesi uUzerindettikisxi yayg n
nesnekimeleri ayn oldundan, birliktelik kurallar da ayn d rki algoritma icin de yaz Im

olan kural Uretme stored procedure’leri benzerdir.

5.5.1 Migros Verisine Ait Birliktelik Kurallar

Cizelge 5.4 Migros verisinin madenlenmesi ile alubirliktelik kurallar (giiven sral)

| k-nesnekume | Birliktelik Kurallar (min_sup = 6) | Destek (%) | Giiven (%) |
2 ZEYT N==>PEYNR 8,70 79,00
2 HIYAR ==> DOMATES 9,60 72,80
2 SUCUK ==> PEYN R 6,20 72,50
3 SUT, YUMURTA ==> PEYN R 6,90 70,00
2 B BER ==> DOMATES 8,00 65,90
3 SUT, YO URT ==>PEYNR 7,80 62,60
2 YUMURTA ==> PEYN R 11,60 62,20
2 MAKARNA ==> PEYN R 8,00 60,60
3 PEYNR, YO URT ==>SUT 7,80 60,50
3 EKMEK, SUT ==> PEYNR 6,40 60,10
3 PEYN R, YUMURTA ==> SUT 6,90 59,20
2 MEYVEL YO URT ==>PEYNR 7,50 56,20
3 EKMEK, YO URT ==>PEYNR 6,10 56,10
2 PECETE ==> PEYN R 6,50 54,90
2 MAKARNA ==> SUT 7,30 54,70
2 C KOLATA==>PEYNR 10,00 54,30
2 HIYAR ==> PEYN R 7,10 54,20
2 SALATALIK ==> DOMATES 6,30 53,30
2 MEYVE SUYU ==> PEYN R 8,40 52,70
2 YUMURTA ==> SUT 9,80 52,60
2 MEYVEL YO URT ==>SUT 7,00 52,50
2 B SKUV ==>PEYNR 10,70 52,40
3 PEYNR, SUT ==>YO URT 7,80 51,80
2 KIRMIZI ET ==> PEYN R 7,50 51,60
2 SUT ==> PEYNR 15,00 51,40
2 DOMATES ==> PEYN R 10,80 51,30
2 GOFRET ==>PEYN R 7,30 50,90
2 KURUYEM ==>PEYNR 6,70 50,70
2 YO URT ==>PEYNR 12,80 50,30
2 B BER ==>PEYNR 6,00 49,60
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Cizelge 5.5 Migros verisinin madenlenmesi ile alubirliktelik kurallar (destek s ral)

| k-nesnekume | Birliktelik Kurallar (min_sup = 6) | Destek (%) | Guven (%) |
2 SUT ==> PEYNR 15,00 51,40
2 PEYN R ==> SUT 15,00 43,00
2 EKMEK ==> PEYN R 14,40 45,30
2 PEYN R ==> EKMEK 14,40 41,30
2 YO URT==>PEYNR 12,80 50,30
2 PEYN R==>YO URT 12,80 36,90
2 YO URT ==>SUT 12,40 48,60
2 SUT==>YO URT 12,40 42,60
2 YUMURTA ==> PEYN R 11,60 62,20
2 PEYN R ==> YUMURTA 11,60 33,40
2 DOMATES ==> PEYN R 10,80 51,30
2 YO URT ==> EKMEK 10,80 42,50
2 EKMEK ==> YO URT 10,80 34,20
2 PEYN R ==> DOMATES 10,80 31,00
2 B SKUV ==>PEYNR 10,70 52,40
2 PEYN R ==> B SKUV 10,70 30,80
2 SUT ==> EKMEK 10,60 36,50
2 EKMEK ==> SUT 10,60 33,50
2 C KOLATA ==>PEYNR 10,00 54,30
2 DOMATES ==> EKMEK 10,00 47,40
2 EKMEK ==> DOMATES 10,00 31,50
2 PEYN R ==> C KOLATA 10,00 28,60
2 YUMURTA ==> SUT 9,80 52,60
2 SUT ==> YUMURTA 9,80 33,80
2 HIYAR ==> DOMATES 9,60 72,80
2 DOMATES ==> HIYAR 9,60 45,50
2 B SKUV ==>SUT 9,00 44,10
2 SUT ==> B SKUV 9,00 30,90
2 ZEYT N ==>PEYNR 8,70 79,00
2 PEYN R==>ZEYT N 8,70 25,00
2 C KOLATA ==> sUT 8,50 46,00
2 YUMURTA ==> YO URT 8,50 45,70
2 YO URT ==> YUMURTA 8,50 33,50
2 SUT ==> C KOLATA 8,50 29,00
2 MEYVE SUYU ==> PEYN R 8,40 52,70
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5.5.2 BMS-WebhView-1 Verisine Ait Birliktelik Kurallar

Cizelge 5.6 BMS1 verisinin madenlenmesi ile alu birliktelik kurallar (giiven sral)

| k-nesnekume | Birliktelik Kurallar (min_sup=15) | Destek (%) | Guven (%) |
2 2375 ==> 2399 2,10 82,60
2 1904 ==> 1908 1,70 69,70
3 1908, 1909 ==> 1903 1,60 67,10
2 3998 ==> 4002 1,50 64,50
2 2379 ==> 2399 2,20 64,00
2 3991 ==> 4002 1,90 61,20
2 4002 ==> 3996 4,50 57,90
3 1903, 1909 ==> 1908 1,60 56,50
2 1917 ==> 1910 1,60 55,40
2 3996 ==> 4002 4,50 54,90
2 2264 ==> 2266 3,30 52,30
2 3991 ==> 3996 1,60 51,00
2 2338 ==> 2340 2,30 50,80
2 1903 ==> 1908 3,40 50,10
3 1903, 1908 ==> 1909 1,60 45,50
2 2266 ==> 2264 3,30 45,30
2 3941 ==> 2340 2,10 43,90
2 1908 ==> 1903 3,40 43,10
2 2394 ==> 2266 1,60 43,00
2 1903 ==> 1909 2,80 40,30
2 1903 ==> 1910 2,70 39,50
2 3941 ==> 2266 1,90 38,90
2 1909 ==> 1910 2,90 38,20
2 2340 ==> 2266 2,40 37,80
2 2340 ==> 2338 2,30 36,80
2 1909 ==> 1903 2,80 36,50
2 3941 ==> 1909 1,70 35,60
2 2340 ==> 1909 2,20 34,50
2 2340 ==> 3941 2,10 34,20
2 2266 ==> 2340 2,40 32,60
2 2266 ==> 1909 2,30 31,80
2 1910 ==> 1909 2,90 31,50
2 1909 ==> 1908 2,30 30,70
2 2334 ==> 2399 1,50 30,50
2 1909 ==> 2266 2,30 30,40
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Cizelge 5.7 BMS1 verisinin madenlenmesi ile alu birliktelik kurallar (destek s ral)

| k-nesnekume | Birliktelik Kurallar (min_sup=1,5) | Destek (%) | Giiven (%) |
2 4002 ==> 3996 4,50 57,90
2 3996 ==> 4002 4,50 54,90
2 1903 ==> 1908 3,40 50,10
2 1908 ==> 1903 3,40 43,10
2 2264 ==> 2266 3,30 52,30
2 2266 ==> 2264 3,30 45,30
2 1909 ==> 1910 2,90 38,20
2 1910 ==> 1909 2,90 31,50
2 1903 ==> 1909 2,80 40,30
2 1909 ==> 1903 2,80 36,50
2 1903 ==> 1910 2,70 39,50
2 1910 ==> 1903 2,70 29,50
2 2340 ==> 2266 2,40 37,80
2 2266 ==> 2340 2,40 32,60
2 2338 ==> 2340 2,30 50,80
2 2340 ==> 2338 2,30 36,80
2 2266 ==> 1909 2,30 31,80
2 1909 ==> 1908 2,30 30,70
2 1909 ==> 2266 2,30 30,40
2 1908 ==> 1909 2,30 29,20
2 2379 ==> 2399 2,20 64,00
2 2340 ==> 1909 2,20 34,50
2 1909 ==> 2340 2,20 28,50
2 2399 ==> 2379 2,20 23,60
2 2375 ==> 2399 2,10 82,60
2 3941 ==> 2340 2,10 43,90
2 2340 ==> 3941 2,10 34,20
2 2399 ==> 2375 2,10 22,10
2 3991 ==> 4002 1,90 61,20
2 3941 ==> 2266 1,90 38,90
2 2266 ==> 3941 1,90 26,10
2 4002 ==> 3991 1,90 24,50
2 1908 ==> 1910 1,90 23,30
2 1910 ==> 1908 1,90 20,20
2 2264 ==> 1909 1,80 28,00
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5.5.3 BMS-WebhView-2 Verisine Ait Birliktelik Kurallar

Cizelge 5.8 BMS2 verisinin madenlenmesi ile alu birliktelik kurallar (giiven sral)

| k-nesnekume | Birliktelik Kurallar (min_sup=15) | Destek (%) | Guven (%) |
3 8306, 8309 ==> 8307 1,90 78,70
3 8306, 8307 ==> 8309 1,90 74,50
3 8284, 8307 ==> 8309 1,50 69,20
3 8307, 8309 ==> 8306 1,90 67,50
2 8306 ==> 8307 2,60 63,40
3 8284, 8309 ==> 8307 1,50 62,60
2 8307 ==> 8309 2,90 61,80
2 8306 ==> 8309 2,40 60,00
2 8295 ==> 8307 2,00 57,90
2 8295 ==> 8309 1,90 57,40
2 8307 ==> 8306 2,60 56,00
2 8291 ==> 8309 1,50 55,50
3 8307, 8309 ==> 8284 1,50 53,60
2 8324 ==> 8309 2,10 51,60
2 8295 ==> 8284 1,70 50,40
2 8293 ==> 8309 1,80 50,10
2 8295 ==> 8306 1,70 49,90
2 8285 ==> 8284 2,00 49,20
2 8306 ==> 8284 2,00 48,60
2 8309 ==> 8307 2,90 48,10
2 8295 ==> 8293 1,60 48,00
2 8307 ==> 8284 2,20 47,90
3 8306 ==> 8307, 8309 1,90 47,20
2 8293 ==> 8307 1,70 46,50
2 8324 ==> 8307 1,80 45,50
2 8293 ==> 8295 1,60 44,70
2 8295 ==> 8285 1,50 44,60
2 8307 ==> 8295 2,00 42,50
2 8324 ==> 8284 1,70 42,00
2 8293 ==> 8284 1,50 42,00
3 8307 ==> 8306, 8309 1,90 41,70
2 8306 ==> 8295 1,70 41,50
2 8309 ==> 8306 2,40 41,30
2 8309 ==> 8284 2,40 41,20
2 8285 ==> 8309 1,60 40,70
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Cizelge 5.9 BMS2 verisinin madenlenmesi ile alu birliktelik kurallar (destek s ral)

| k-nesnekume | Birliktelik Kurallar (min_sup=1,5) | Destek (%) | Giiven (%) |
2 8307 ==> 8309 2,90 61,80
2 8309 ==> 8307 2,90 48,10
2 8306 ==> 8307 2,60 63,40
2 8307 ==> 8306 2,60 56,00
2 8306 ==> 8309 2,40 60,00
2 8309 ==> 8306 2,40 41,30
2 8309 ==> 8284 2,40 41,20
2 8284 ==> 8309 2,40 37,70
2 8307 ==> 8284 2,20 47,90
2 8284 ==> 8307 2,20 34,10
2 8324 ==> 8309 2,10 51,60
2 8309 ==> 8324 2,10 34,80
2 8295 ==> 8307 2,00 57,90
2 8285 ==> 8284 2,00 49,20
2 8306 ==> 8284 2,00 48,60
2 8307 ==> 8295 2,00 42,50
2 8284 ==> 8285 2,00 30,60
2 8284 ==> 8306 2,00 30,50
3 8306, 8309 ==> 8307 1,90 78,70
3 8306, 8307 ==> 8309 1,90 74,50
3 8307, 8309 ==> 8306 1,90 67,50
2 8295 ==> 8309 1,90 57,40
3 8306 ==> 8307, 8309 1,90 47,20
3 8307 ==> 8306, 8309 1,90 41,70
2 8309 ==> 8295 1,90 32,80
3 8309 ==> 8306, 8307 1,90 32,50
2 8293 ==> 8309 1,80 50,10
2 8324 ==> 8307 1,80 45,50
2 8307 ==> 8324 1,80 39,40
2 8309 ==> 8293 1,80 30,80
2 8295 ==> 8284 1,70 50,40
2 8295 ==> 8306 1,70 49,90
2 8293 ==> 8307 1,70 46,50
2 8324 ==> 8284 1,70 42,00
2 8306 ==> 8295 1,70 41,50
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5.6 Algoritmalar n Sonuglarn n De erlendirilmesi

Yap lan ¢al ma sonucunda, her ug¢ veri seti tzerinde algoritmalamm diéik hem yuksek

destek deerlerindeki performans s ralamas FP-Growth > Apriekilinde olmutur.

Apriori, nesnekimelerini ve destek daglerini hesaplarken veritaban ndan gksgi
yapmaktad r, bu da cama suresinin artmas na neden olur. FP-Growth isefwlian FP-
Tree yap s n kullanarak, diik destek deerine sahip yayg n nesnekiimelerindenldgrak
ilgili nesnektimesi igin tum birliktelikleri bulur. Veribmn taramalar olmad icin daha h zl
sonug elde edilir.

Elde edilen sonuclarda da gorildiitizere, destek deri kuiculdikce her iki algoritmada da

cal ma sureleri, Uretilen yayg n nesnekiumeleri ve kurallanaktad r.
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6. SONUCLAR VE ONER LER

Veri madenciliinde amac¢ ¢ok buyik miktardaki ham verideneté bilginin ¢ kar Imas dr.
Cok miktarda guvenilir (hata ve eksiklerin olmagl veri dnarttr ¢lnki ¢6ziUmin, yani

¢ kar lan kurallar n kalitesi dncelikle verinin kalitesiba 1 d r.

Veri madencilii ¢al mas bilgisayarc lar n ve uygulama konusundaki uzmanlartakor
cal mas dr. Her ne kadar olabildnce otomatik olmas n istesek de uzmanlar n yard m ve
destei olmadan baar | olmak s6zkonusu dédir. Uzmanlar amac tan mlar. Uygulama ile
ilgili sonuca yararl olabilecek her tir bilginin sistemerilmesi gerekir ve bunlar da ancak
uzmanlar bilir. Ayr ca ¢alma ile al nan sonuglar n yorumlanmas ve gegerlenmesaniam
taraf ndan yap Ir. Veri madencili tek aamal bir ¢cal ma olmayp tekrarldr. Sistem
ayarlanana dek bircok deneme gerektirebilir. @@ uzun olabilir, sabr gerektirir. Buna
cal an ekibin ve yonetimin hazrlkl olmas, ksa vadedek ¢miyik beklentilere sahip

olunmamas gerekir.

Bu cal mada ele alnan market sepet analizi ve birliktelik kuraljdkar m cergevesinde
incelenmi birgok algoritma vardr. Bu farkl cama koullar ve yodntemleri iceren
algoritmalar n, farkl veri yap lar Uzerinde calr larak performans dlcumleri yap labilir.
Gercgek verilerle veya veri Uretecleri ile rastgele ilgetverilerle birliktelik kurallar ¢ kar m

yap larak sonuclar kaita tr labilir. Algoritmalar n iyi 6zellikleri birle tirilerek yeni ve daha

gucli algoritmalar elde edilebilir.
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